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VERI MADENCILiGi TEKNIKLERiYLE TURKCE WEB SAYFALARININ
KATEGORIZE EDILMESI

OZET

Veri madenciligi, insanin igleyebileceginden ¢ok miktarda veri iizerinde ¢aligabilen,
bu verileri anlamlandirmak, ortiik baglantilari ortaya ¢ikarmak amaciyla uygulanan
yontemler biitiiniidiir. Ornegin, herhangi bir web sayfasmin énceden tanimlanmis
kategoriler arasindan hangi kategoriye ait oldugunun bulunmasi el ile kolaylikla
yapilabilirken sayfalarin sayisi arttikga her bir sayfanin hangi kategoriye ait
oldugunun bulunmasi imkansiz hale gelmektedir. Bu nedenle otomatik siniflandirma
tekniklerinin kullanimi gittikce daha fazla 6nem kazanmaktadir. Web sayfalarinin
siniflandirilmasindan yola ¢ikilarak olusturulan veriseti ile egitilen bir sistemde
yalnizca web sayfalart i¢in degil metin tabanli herhangi bir dokiimanin da
kategorisinin belirlenme iglemi yapilabilir. Boylece anlamsiz bir sekilde bir arada
bulunan veri yiginlari, igeriklerine uygun kategorilere ayrilmis bir katalog haline

getirilebilir,

Literatiirde Tiirkge web sayfalarmin siniflandirilmasiyla ilgili yapilan ¢aligmalarin
sayist azdir. Ayni zamanda bu calismalar i¢in kullanilabilecek hazir durumdaki
verisetlerinin sayis1 ve ¢esitliligi kisithidir. Bu tez galismasiyla hem Tiirkge veriseti
ihtiyacina cevap verebilmek hedeflenmis, hem de literatiirdeki metin siniflandirma
i¢in kullanilan ¢esitli yontemler bu veriseti lizerinde denenmistir. Bu algoritmalarin
cesitli durumlardaki performanslart kiyaslanarak bu alandaki caligmalara katki
saglamaya calisilmistir. Veriseti olusturulurken el ile kategorize edilmis web
sayfalarmin tutuldugu DMOZ sisteminden faydalanilmistir. Buradan Tiirk¢e sayfa
verilerini ¢ok kanalli yontemle ¢ekebilen bir web-gezer tasarlanmistir. Elde edilen
sayfa igeriklerinden siniflandirma i¢in anlamsiz olan veriler otomatik olarak
temizlenmistir ve boylece bir Tiirk¢e veriseti elde edilmistir. Olusturulan veriseti

tizerinde yapilan 6n islem asamasi sirasinda ya da sonrasinda, kelime ekleme veya
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cikarma gibi hi¢cbir miidahalede bulunulmamistir. Elde edilen veriseti benzer

calismalara kaynak saglayabilecek niteliktedir.

Bu ¢alisma kapsaminda metin smiflandirma i¢in sikg¢a kullanilan Naive Bayes (NB)
ve Destek Vektor Makineleri (DVM - Support Vector Machines) algoritmalarina n-
gram kelime vektorii (n-gram Word Vector) se¢imi ve bilgi kazanim oran1 (BKO -
Information Gain Ratio) yaklasimlar1 uygulanarak performanslari karsilastirilmistir.
Bunlarin yaninda kategori sayisi, modeli egitmek i¢in kullanilan veriseti igerigi ve bu
verisetinin tamligr konularma da odaklanilmis ve farkli durumlarda algoritmalarin

siiflandirma bagarilart da incelenmistir.

Deneyler sonucunda kategori sayisinin azlhigi smiflandirma basarisint  olumlu
etkilemistir. Egitim verilerindeki web sayfalarinin baslik, anahtar kelime ve agiklama
yoniinden eksiksiz olmasinin siniflandirma basarisina DMOZ verilerinden daha fazla
katki sagladig goriilmiistiir. Dengesiz dagilim gosteren verisetleri lizerinde yapilan
deneylerde en yiliksek basariyr gosteren ve degisimlerden en az etkilenen
algoritmanin Multinomial Naive Bayes (M-NB) oldugu goriilmistir. M-NB
algoritmasi kelime 2-gram ozellik vektoriinde daha yiiksek sonuglara ulagmustir.
Buna ragmen BKO yaklasiminin M-NB algoritmasina 6nemli bir katki saglamadig:
goriilirken DVM algoritmasina, M-NB algoritmasina oranla daha fazla katki

sagladig1 gozlenmistir.
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CATEGORIZING THE TURKISH WEB PAGES BY DATA MINING
TECHNIQUES

SUMMARY

Data mining can be described as a collection of the methods that are able to work on
large-scale data, extract meaningful information and discover hidden patterns from
the data. For example, identifying the category of a given web page is a data mining
job. Although it seems to be quite easy job to determine the category of a given web
page manually; it happens to be impossible to do by hand as the number of these web
pages increases. Nowadays, the use of data mining techniques to automatically place
web pages into predefined categories has become more important. Additionally, a
system that has been trained to classify web pages using a given text dataset can also
be used to classify all other text documents. Classification can convert piles of text

data into categorized documents.

As far as we are aware, there are only a few studies in the literature in which text
classification methods have been applied on Turkish text data. In addition, there is
lack of proper Turkish dataset in the literature. Therefore, in this study, we decided to
address both of these needs by first generating a Turkish corpus for text classification
and then by testing some algorithms using this Turkish corpus. A comparison of
these algorithms under different configurations have also been presented to
contribute other works on this subject. DMOZ data, which is the most extensive
human-made data source consisting of pre-classified web pages, is decided to use. A
web-crawler that brings only Turkish pages along with their classes is designed.
After cleaning redundant information for classification task on these web pages
automatically, a Turkish corpus is obtained. During or after the cleaning phase, there
has been no manual intervention such as removing or adding some words. The
obtained dataset is in such a high quality that it can be used as a test bed for other

studies, as well.
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In this study, the performance of Naive Bayes and Support Vector Machines
algorithms, which are among the most frequently used algorithms for text
classification have been compared. Selection of n-gram word vector and information
gain ratio approach have also been considered. Moreover, it has been focused on the
number of categories, the content of data used to train the model and the
completeness of this data, and also the effects of these on classification success are

examined.

The results show that the performance of both algorithms increase significantly when
instances with small number of categories are used. Also, the quality of the content
such as including title, keywords and description completely provided to be another
factor that affects the classification performance more than the DMOZ data. When
the algorithms are trained with instances that are composed of web pages with no
missing information such as the web site title and meta data their performance is
again, seem to be better. The results show that Multinominal Naive Bayes algorithm
is more robust when compared to Support Vector Machines method. In addition, it
has been shown that the performance of Multinomial Naive Bayes can further be
improved by using 2- gram word vectors. The inclusion of Information Gain Ratio
did not seem to improve the performance of Naive Bayes, however it did affect the

performance of Support Vector Machines in the positive way.
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1. GIRIS

Glinlimiizde artan veri miktar1 ile basa ¢ikabilmek i¢in tek basina insan giicliniin
kullanilmas1 miimkiin gériinmemektedir. Bu sebeple benzer dokiimanlar1 bir araya
gruplayabilecek ya da dokiimanlari, dnceden tanimli kategorilere belli kurallara gore
yerlestirecek bazi otomatiklestirilmis yontemlere ihtiyag duyulmaktadir. Calisma
kapsaminda yiiksek miktarda veri ile ilgilenen veri madenciligi igerisinde oldukca

onemli bir yer tutan metin siiflandirma konusuna deginilmistir.

Giircan (2009) M-NB, DVM, KNN ve karar agaci algoritmalar ile yaptig1 ¢alismada
dengeli dagilim gosteren bes kategori tizerinde Tiirk¢e metin siniflandirma igin en

yiiksek basartya M-NB algoritmasi ile ulagmistir.

Yilmaz (2013), Tiirk¢e dokiimanlar iizerinde yaptig1 siniflandirma isleminde dengeli
dagilim gosteren alt1 kategori lizerinde KNN, ¢ok katmanli algilayici ve DVM ile
yaptig1 calismalarda sozciik, hece ve karakterler i¢cin n-gram analizleri yapmis ve en

yiiksek basarirya DVM ile ulagsmistir.

Kolyigit (2013) dengeli dagilim gosteren alt1 kategori iizerinde hece, kelime, gévde
ve Kkarakter n-gram kelime vektorii kullanarak KNN, DVM, yapay sinir agi ile
yaptig1 calismada en yiiksek basartya DVM ile ulagsmustir.

Pilavcilar (2007) dengesiz dagilim gosteren dort kategori tizerinde KNN ve M-NB ile
calismis, en yiiksek basaritya M-NB algoritmasi ile ulagmistir.

Tarimer (2009) DMOZ verileriyle ¢alisarak dengesiz dagilim gosteren bes kategori
tizerinde M-NB ve cok katmanl algilayict kullanarak yaptigi calismada en yiiksek
basartya M-NB ile ulasmistir.

Degerli (2012) igeriklerine gore web giinliigii siniflandirma c¢aligmasinda dengesiz

dagilim gosteren sekiz kategori lizerinde M-NB algoritmast ile ¢aligmistir.

Amasyal1 (2009) dengeli dagilim gosteren bes kategoriden olusan veriseti iizerinde
dogrusal regrasyon, adiml regrasyon, KNN, DVM ve rastgele orman yontemleriyle

yaptig1 ¢alismada en yiiksek basariya dogrusal regrasyon ile ulagmistir.
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Kaliyeva (2013), Amasyali (2009) calismasinda kullanilan veriseti tizerinde karakter
2-gram ve 3-gram Ozellik vektorleri kullanarak KNN, NB, M-NB ve DVM ile
yaptig1 ¢alismalarda en yiiksek basariya M-NB ile ulagmustir.

Kasik¢1 ve arkadaslart (2014), kullanici tarafindan belirlenen internet sitelerinin
icerigini analiz ederek e-ticaret sitesi olup olmadigina karar veren ¢alismada KNN ve

NB algoritmalarini kullanmistir. En yiiksek basariya NB algoritmasi ile ulagmustir.

1.1 Tezin Onemi ve Amaci

Kullanicilarin daha ilgili olduklar1 web sayfalarina ulagimlarinin kolaylastirilabilmesi
amaciyla web sayfalar1 konularma gore smiflandirilabilir ve ilgili kategoriler
yardimiyla kullanicilarin ilgilenebilecegi web sayfalar1 sunulabilir. Bu c¢alisma
gerektiginde bir sosyal imleme sitesine, konu odakli bir web tarayicisi tasarimina

veya gelistirilmekte olan bir arama motoruna katki saglayabilir.

Tez kapsaminda DMOZ web sayfasi iizerindeki Tiirk¢e kategorisinde bulunan web
sayfalarindan faydalanilarak genis bir veriseti olusturulmustur. Olusturulan
verisetinde 14 kategori ve 22 bin kayit bulunmaktadir. Bu veriseti, Tiirk¢e metin

siniflandirma uygulamalari i¢in Kaynak niteligindedir (Sekerci Hiisem, 2017).

Olusturulan veriseti ile egitilen bir sistem tasarlanarak metin siniflandirmaya uygun
veri madenciligi ve makine 6grenmesi algoritmalar1 kullanilmis ve bdylece egitilen
sisteme verilen herhangi bir web sayfasinin DMOZ kategorilerinden hangisine ait
olabilecegi tespit edilmistir. Bu sayede insan yapimi giivenilir bir verisetinden yola
cikilarak web sayfalarinin igeriklerine gore simiflandirilmasindaki tespitler daha

kararli olacaktir.

1.2 Tezin Yapisi

Tezin ikinci boliimiinde, Metin siiflandirma isleminin uygulanabilmesi i¢in metinler
iizerinde yapilmas1 gereken on islemler anlatilmis ve &rnekler verilmistir. On
islemden  gecirilmis  metinler lizerinde simiflandirma  yapilmadan  Once
uygulanabilecek kelime vektorii (n-gram) ve bilgi kazanim oranindan (BKO)

bahsedilmistir. Metin siniflandirma islemlerinde kullanilan veri madenciligi



teknikleri hakkinda bilgi verilmistir. Giinlimiizde metin siniflandirmanin kullanildig:

alanlardan bahsedilmistir.

Ucgiincii boliimde, c¢alismanin yapilacagi verisetinin olusturulma asamalarindan ve
verisetinin saklandigi ortamdan bahsedilmistir. DMOZ verisetinin kullanimi, sayfa
dolagimlart ve smiflandirma i¢in metinler tizerinde gerceklestirilen 6n islemler
anlatilmistir. Alt1 adet deney Vverisetinin hangi kriterler ve benzerlikler kullanilarak
olusturulduklarina deginilmistir. Bu deney verisetlerinde bulunan 6zelliklerden ve

kategorilere gore ¢alisilan sayfa sayilarindan ayrica bahsedilmistir.

Dordiincli  boliimde, secilen veri madenciligi algoritmalarinin uygulamasi ve
sonuglar1 bulunmaktadir. Olusturulmus alti deney veriseti lizerinde Multinomial
Naive Bayes (M-NB) ile Destek Vektor Makinesi (DVM) algoritmalar
uygulanmistir. Kategori sayisi, modeli egitmek i¢in kullanilan veriseti icerigi ve bu
verisetinin tamlig1r konularina deginilerek verisetleri iizerinde bilgi kazanim orani
(BKO) ve n-gram kelime vektorii uygulandiginda sonuglarin nasil etkilendigi

incelenmis ve test sonuglari listelenmistir.



2. METIN SINIFLANDIRMA

Veri madenciligi, biiyiik veri yigmlarindan anlamli ve ise yarar bilgiler iiretme
islemidir. Pazarlama, bankacilik, sigortacilik gibi bir¢ok alanda uygulanmaktadir.
Pazar aragtirmasi, kredi risk analizi, market sepeti analizi, mevcut miisterilerin elde
tutulmasi, satis tahmini, kredi kartt dolandiriciliklarinin tespiti ve benzer belgelerin

tespiti gibi birgok somut 6rnek ortaya ¢ikmaktadir (Baykal, 2006).

Metin siiflandirma ise veri madenciligi ve dogal dil isleme yontemleri kullanilarak,
dogal dil ile yazilmis ¢ok sayida dokiimanin onceden tanimlanmis sinif listesinden
hangisine dahil olabilecegini bulmaktir (Sebastiani, 2002). Ornegin, bir¢ok alanda
yazilmis makalelerin bulundugu veritabaninda, makalelerin siniflandirilmasinin elle
yapilmas1 maliyetli olabilir. Bu makalelerin smiflandirma teknikleri kullanilarak

sistem tarafindan yapilmasi zaman ve maliyet agisindan olumlu katki saglamaktadir.

Bunun yaninda haber igerigine gore filtreleme, duygu analizi, e-posta siniflandirma
ve zararli e-posta (spam) tespiti giincel hayatta kullanilan metin smiflandirma

uygulamalarindan bazilaridir (Aggarwal & Zhai, 2012).

2.1 Metin Smiflandirma Icin Gerekli On Islemler

Metin smiflandirma algoritmalarmin basarili bir sekilde uygulanabilmesi igin veri

tizerinde bazi hazirlik islemleri yapilir.

2.1.1 Aynistirma (Tokenization)

Dokiiman tizerinde yapilacak ¢alismada, herhangi bir anlam icermeyecek karakterleri
ayristirmak icin uygulanan islemdir (Tunali & Bilgin, 2012). Burada asil amacg
yalnizca kelimelere ulasabilmektir. Dolayisiyla tiim noktalama isaretleri, bosluklar,

sayilar ve galigilan alfabe disinda karsilasilmayacak karakterler temizlenir.

Bir web sayfasindan alinmis igerigin ayristirma islemi oncesi ve sonrasinda verinin

durumu Sekil 2.1°de gosterilmistir.



<h5>SUREKLILIK &
PERFORMANS</h5>

<p>Biitiin sunucularimizi 724

SUREKLILIK PERFORMANS p
Biitiin sunucularimizi izlemekte ve
sorunlara en kisa siirede max saat
izlemekte ve sorunlara en kisa siirede .
) miidahale etmekteyiz Bu sayede
(max. 2 saat) miidahale etmekteyiz!

i sagladigimiz  uptime  garantisinin
Bu sayede, sagladigimiz "%99 uptime Ayristirma

altina inilmemekte sunucularimiz her

garantisi"nin  altima  inilmemekte, )
zaman performansl sekilde
sunucularimiz her zaman performansl
) caligmaktadir Yiiksek performans ve
sekilde ¢aligmaktadir. Yiiksek
o . . kesintisiz hizmetin keyfini ¢tkarmak
performans ve Kesintisiz hizmetin )
) ) da size kalir p
keyfini ¢ikarmak da size kalir. </p>

Sekil 2.1 : Ayristirma isleminden 6nceki ve sonraki durum.
2.1.2 Tiim karakterlerin kiiciik harfe ¢evrilmesi

Calisilan platformlarda biiyiik ve kiiciik harfler nedeniyle farkli algilanabilecek
ifadelerin oniine gecebilmek amaciyla tim metin ait oldugu dilin alfabesi dikkate
aliarak kiiciik harfe doniistiiriiliir. Web sayfasindan alinmis ve ayristirma islemine
tabi tutulmus metnin tiim harflerinin kii¢iik harfe ¢evirme islemi Oncesi ve sonrasi

Sekil 2.2’de gosterilmistir.

SUREKLILIK PERFORMANS p siireklilik ~ performans p  biitiin
Biitiin  sunucularimizi izlemekte ve sunucularimizi izlemekte ve sorunlara
sorunlara en kisa siirede max saat en kisa siirede max saat miidahale

miidahale etmekteyiz Bu sayede etmekteyiz bu sayede sagladigimiz

sagladigimiz  uptime  garantisinin uptime garantisinin altina

Kiiciik Harfe

Cevirme inilmemekte sunucularimiz her zaman

altina inilmemekte sunucularimiz her

zaman performansl sekilde performansh  sekilde ¢alismaktadir

caligmaktadir Yiiksek performans ve yiiksek performans ve kesintisiz

kesintisiz hizmetin keyfini ¢ikarmak hizmetin keyfini ¢ikarmak da size

da size kalir p kalir p

Sekil 2.2 : Kiigiik harfe ¢evirme isleminden onceki ve sonraki durum.
2.1.3 Koke indirgeme (Stemming)

Kelimelere ayristirilmis veriler icerisinde anlamca farkli olsa da aym kok veya

govdeye sahip kelimeler iizerinde kok veya govdeye indirgeme islemi yapilir
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(Sandhya ve dig, 2016). Buradaki amag, aldig1 ekler sayesinde anlamca farkli olsa da
aslinda ayn1 seyi ifade edebilecek kelimeleri ayni kelime olacak sekilde
degerlendirerek basariy1 artirabilmektir. Boylece kelime vektorii de benzer anlamhi
kelimelerden arindirilir.

Omegin Sekil 2.3’te gosterildigi gibi “sehir” kelimesi dokiiman igerisinde

99 ¢¢ % ¢¢

“sehrimiz”, “sehirler”, “sehirlerimiz” gibi farkli sekillerde bulunabilir.

sehrimiz

sehirler sehir

sehirlerimiz

Sekil 2.3 : Koke indirgeme islemi.

Koke indirgeme islemi yapilmadig: takdirde bu kelimelerin hepsi farkli bir kelime
olarak yorumlanir ve metin siiflandirma basarisint ciddi Ol¢iide diisiiriir. Koke
indirgeme isleminin 6rnek tizerinde dncesi ve sonrasi Sekil 2.4’te gosterilmistir. Bu
ornekte de oldugu gibi Zemberek yaziliminin Tiirk¢e sozliiglinde bulunmayan

kelimeler ¢ikarilmistir.

stireklilik ~ performans p  biitiin

sunucularimizi izlemekte ve sorunlara

en kisa siirede max saat miidahale stirekli performans biitiin sunucu izle

etmekteyiz bu sayede sagladigimiz sorun en kisa siire saat et saye sagla

Koke

uptime garantisinin altina garanti altin in sunucu her zaman

inilmemekte sunucularimiz her zaman Indirgeme performans  sekil c¢alis  yliksek

performansli  sekilde ¢aligsmaktadir performans kesinti hizmet keyfi ¢ikar

yiiksek performans ve Kesintisiz siz kal

hizmetin keyfini ¢ikarmak da size

kalir p

Sekil 2.4 : Koke indirgeme isleminden 6nceki ve sonraki durum.

Koke indirgeme isleminde indirgenen kelimenin anlamima bakmadan yapim veya
cekim ekleri atildigindan dolayr her durumda dogru sonug vermemektedir. Ornegin

“altina” kelimesi, verilen ornekte kokiiniin “alt” olmasi gerekirken koke indirgeme
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isleminden sonra “altin” kelimesi olarak ¢iktt alinmistir. Fakat bu iki kelimenin

anlami birbiriyle ortligmemektedir.

2.1.4 Etkisiz kelimeler (Stop-words)

Smiflandirma basarisin1 yiikseltmek i¢in, her dokiimanda bulunabilecek ancak
simiflandirma icin bir anlam ifade etmeyecek etkisiz kelimeler atilmalidir. Bu
kelimeler calisilan dile gore degismektedir. Ornegin Tiirkge’de “bdyle”, “halbuki”,
“ve”, “veya” gibi kelimeler veri kiimesinden atilir (Tunali & Bilgin, 2012). Etkisiz
kelimelerin ¢ikarilma isleminin Ornek iizerinde Oncesi ve sonrast Sekil 2.5’te

gosterilmistir.

stirekli performans biitiin sunucu stirekli performans sunucu izle
Etkisiz kelimelerin

izle sorun en kisa siire saat et sorun kisa siire saat et saye

saye sagla garanti altin in atilmasi sagla garanti altm in sunucu
sunucu her zaman performans biitiin zaman performans sekil calis
sekil calig yliksek performans her yiksek  performans  kesinti
kesinti hizmet keyfi ¢ikar siz kal siz hizmet keyfi ¢ikar kal

en

Sekil 2.5 : Etkisiz kelimelerin ¢ikarilma isleminden 6nceki ve sonraki durum.

Bu kelimeler, dokiimanlarin tamaminda gecgebilecek kelimeler olduklarindan
smiflandirmaya katkilari olmadigi gibi kelime vektorii boyutunu da artiracaklarindan

dolayi, siniflandirma isleminden 6nce dokiimanlardan bu kelimeler ¢ikartilir.

2.2 Kelime Vektorii Olusturma

Veri madenciligi yontemlerinde sozliikteki kelimelerin indisler ile temsil edilmesi

yaygin bir sekilde kullanilmaktadir (Maas ve dig, 2011).

N-Gram Kelime Vektorii

n-gram, kelime vektorii olusturmada kullanilan en genel yaklagimlardan biridir. n-
gram kelime modelinde temel yaklasim, n. kelimenin kendinden Onceki n-1
kelimeyle birlikte degerlendirilmeye alinmasidir (Liu, 2011). Dolayisiyla n=1

ifadesinde her kelime kendi basina degerlendirilirken n=2 ifadesinde kelime gruplari



ikiserli olacak sekilde degerlendirmeye alinir. Benzer sekilde n=3 igin kelimeler

ticerli gruplar halinde degerlendirilir.

Ornegin “Bilgisayarin atasi sayilan hesap aygit1 abakiistiir.” ciimlesi iizerinde 6n
islemler gerceklestirdikten sonra “bilgisayar ata say hesap aygit abakiis” ifadesi
ortaya cikar. Bu ifade, kelime n-gram kelime vektorii kullanilarak Cizelge 2.1°de

orneklendirilmistir.

Cizelge 2.1 : Kelime n-gram yonteminin n=1, 2 ve 3 i¢in 6rneklendirmesi.

kelime 1-gram bilgisayar, ata, say, hesap, aygit, abakiis

kelime 2-gram bilgisayar ata, ata say, say hesap, hesap aygit, aygit abakiis

) bilgisayar ata say, ata say hesap, say hesap aygit, hesap aygit
kelime 3-gram
abakiis

2.3 Oznitelik Secimi ve Degerlendirmesi

Bilgi kazanim orani (Information Gain Ratio), bilgi kazanimi (Informatin Gain)
tekniginin ¢ok sayida oOzellik igeren Ozellik setlerindeki olasi hatali egilimlerin

uistesinden gelebilmek amaciyla gelistirilmistir (Baig ve dig, 2011).

Bilgi kazanimi, sinif bilgisinden Ozniteligin bilgisi ¢ikartilarak denklem (2.1)’de
gortildigl gibi hesaplamir. X, ornekleri temsil ederken {A;, ..., A,} ise Ozellikleri
temsil eder. 1(X) ile m adet mevcut sinif igerisinde X 6rneklerinin dagilimi denklem
(2.2)’de gosterildigi gibi Olgiiliir. p;, tim o6rnekler i¢inde f; smifinin goriilme

olasiligin belirtir.

Bilgi Kazamimui (A, X) = I(X) — E(Ax, X) (2.1)
m
X N £l
100 = =) piloga(py), py= " (22)
j=1

Denklem (2.1)’de sozii edilen E(Ag,X) ise denklem (2.3)’te gosterildigi gibi
hesaplanir. Burada n, A, Ozniteliginin alabilecegi degerleri niteler. |X;|, drnekler
igerisinde Ay, Ozniteliginin alabilecegi degerleri belirtir. |X| ise mevcut drneklerin

sayisini temsil eder.




n
_ | X
E(ArX) = X[ I(X;) (2.3)
i=1
Bilgi kazanim orani da denklem (2.4)’te gosterildigi gibi bilgi kazanim degerinin
denklem (2.5)’teki ayrigma bilgisine oranidir.

Bilgi Kazanimi (A, X)
Ayrisma Bilgisi (Ag)

Bilgi Kazanim Orani (A, X) = (2.4)
Ayrisma bilgisi, denklem (2.5)’te gosterildigi gibi hesaplanir. Ayrigsma bilgisi ile
0zelligin degerinin bilgisi dl¢iiliir ve boylece siniflandirmada kullanilacak 6zniteligin

degeri belirlenmis olur (Mantaras, 1991).

n

Ayrisma Bilgisi(A;) = —Z

i=1

| X; | X;

1260 A 2.5

2.4 Metin Siiflandirmada Ogrenme Yéntemleri

Veri madenciliginde temelde iki adet 6grenme yonteminden soz edilir. Ancak bu
O0grenme yontemlerinden hangisinin kullanilabilecegi verinin yapisina gore

degismektedir.

Denetimli (Supervised) Orenme

Bu 6grenme ydntemleri, insan dgrenmesine benzer sekilde yorumlanabilir. Insanin
gecmis deneyimlerinden yola ¢ikilarak yeni durumlara uyum saglamasina benzer
sekilde, makine 6grenmesinde de verilerden yola c¢ikilarak anlamli bir model

olusturma, bu model yardimiyla da yeni durumlara tahmin iiretme siireci olarak

sdylenebilir (Liu, 2011, s. 63).

Denetimli 6grenme yonteminde tiim veriler bir sinifa dahildir. Bu smiflar birbirinin
icine gegmeyen, ayrik verilerden olusur. Bu tiir 6grenmeden s6z ediliyorken en az iki
siifin varligindan s6z edilir. Her bir veri, insan 6grenmesine kiyasla “ge¢mis bir
deneyim” olarak yorumlanir. Ancak makine Ogrenmesi literatiiriine gore ornek,
durum veya vektdr olarak isimlendirilir (Liu, 2011, s. 63). Ornegin zararli e-

postalarin tespit edilmesi isleminde, tiim e-postalarin barindirdigr kelimeler, her bir



e-postanin vektoriinii olusturur. E-postalarin zararli olup olmadigina karar verilirken

hesaplanan vektorlerin degerleri goz dniine alinir.

Denetimsiz (Unsupervised) O8renme

Bu 6grenme yontemlerinde denetimli 6grenmede oldugu gibi bir smif bilgisi
bulunmaz. Bu nedenle siniflandirma yaklasimindan bahsedilemez. Bunun yerine, bu
tiir verilerle ¢alismak i¢in kiimeleme denilen yaklagimdan yararlanilir (Liu, 2011, s.

133).

Kiimeleme isleminde veriler, benzerlik veya yakinliklarina gore kiimelere ayrilirlar.
Benzer ozellik gosteren veriler ayni kiimede toplanirken veriler arasindaki fark

fazlaysa farkli ve hatta uzak kiimelerde bulunabilirler (Liu, 2011, s. 133).

Ornegin dokiimanlar kategorilere ayrilmak istendiginde ilk asamada birbirlerine en
yakin anahtar kelime iceren dokiiman kiimeleri olusturulup bu kiimelere kategori

ismi atanabilir. Ancak bu kiimeler ilk durumda etiketsizdir.

2.5 Metin Simiflandirmada Kullanilan Algoritmalar

Veri madenciliginde En Yakin k Komsu (k-Nearest Neighbor - KNN), Naive Bayes,
Destek Vektor Makineleri (Support Vector Machines), Yapay Sinir Aglari (Artificial
Neural Networks) ve Karar Agaci (Decision Tree) gibi birgok algoritma mevcuttur.

Tez kapsaminda asagidaki yontemlerle ¢aligilmistir.

2.5.1 Naive bayes

Naive Bayes (NB), metin tabanli dokiimanlari da siniflayabilen olasiliksal bir
yontemdir (Liu, 2011, s. 104). Denetimli siniflandirma algoritmalar1 igerisindedir.
Bayes teoremine gore simif etiketleri kullanilarak mevcut dokiimanlardan {iretilen

model ¢er¢evesinde yeni gelen dokiimanin hangi sinifa ait olabilecegi tahmin edilir

(Yussouf Nahayo, 2016).

Bernoulli Dokiiman Modeli

Dokiiman setinden elde edilen kelimeler vektére doniistiiriilerek mevcut dokiiman
igerisinde ilgili kelimenin olup olmadigi ile ilgilenir. Bu modelde kelimenin varlig

ve yoklugu iizerinden iglem gergeklestirilir (McCallum & Nigam, 1998).
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Kelime vektorii, mevcut smiflandirma islemi icin olusturulan sozliikkte gegen
Wi, W,, ... W, kelimelerinden olusmaktadir. Her bir dokiiman igin sozliik yardimiyla

denklem (2.6)’da gosterilen kelime vektori kullanilir.
W =w;w, ... w, (2.6)

Denklem (2.7)’de n adet d dokiimani i¢indeki kelimeler, kelime vektorii araciligiyla

icerdikleri kelimeler 1, icermedikleri O ile isaretlenir.

vd, icin {Wi =1, egerd, icinde w;varsa 2.7

w; =0, eger icinde yoksa

Bahsedilen islemlere gore ii¢ dokiiman ve alt1 kelimeden olusan 6rnek Cizelge 2.2°de

gosterilmigtir.

Cizelge 2.2 : Bernoulli dokiiman modeline gore kelime vektorti.

Dokiiman/Kelime | W1 W2 W3 Wi Ws Ws
ds 1 1 1 0 1 O
dz 1 0 0 0 0 1
ds 0 1 0 1 0 O

Multinomial Dokiiman Modeli

Cok simifli  caligmalarda Multinomial Naive Bayes (M-NB) yontemi
kullanilmaktadir. Bernoulli dokiiman modelindekine benzer sekilde, kelimeler
vektore doniistiiriildiikten sonra kelimenin dokiimanda varligi ve yoklugundan
ziyade, kelimenin dokiimanda ka¢ kez gectigi ile hesaplama yapilmaktadir. Bu
yontem ile dokiimanin, ait olmasi gereken simifa olan bagliligi giiclendirilmeye

calisilmistir (Bermejo ve dig, 2010).

Siniflarin C = {1, C2, ... cn} seklinde bir kiimede oldugu varsayilir. Ayni sekilde,
dokiiman setindeki kelime kiimesinde m adet kelime W = {wi, wy, ... wm} seklinde
taniml1 olsun. Bayes teoremine gore verilen d dokiimaninin i sinifina aitligi denklem

(2.8) ile hesaplanir.
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_pWlcy) p(cy)
p(cild) = B0 (2.8)

d dokiimani igin en muhtemel smifi bulan genellestirilmis denklem (2.9)’da

gosterilmistir.

m
¢*(@) = argmaxg, p(eild) = p(ed) | | pweleynered 29)
t=1

Denklem (2.9)’da, n(w;,d) ifadesi w; kelimesinin d dokiimani igerisinde kag¢ kez
gectigini belirtir. Boylece ilgili kelimenin sinif icinde bulunma olasiligi, frekans
sayist kadar kendisiyle ¢arpilmig olur. Bunun yaninda p(w;|c;) ifadesi de denklem
(2.10)’da gosterildigi sekliyle elde edilir (Dhillon ve dig, 2002).

( | ) ZdjECin(th d])
welcp) =
P S S e (W )

(2.10)

Eger dokiiman i¢inde, hesaplanan kelimeyi icermiyorsa denklem (2.10)’un sonucu
sifir olacaktir. Buradan hareketle denklem (2.9)’un da sonucu sifir olarak
hesaplanacaktir. Bu durumun ortadan kaldirilabilmesi amaciyla Laplace doniisiimii

uygulanmakta ve denklem (2.11) elde edilmektedir.

1+ ZdjECi n(Wt’ d])
m+ 2?;1 ZdjECin(th d])

p(welc;) = (2.11)
Naive Bayes kurali, bilgi teorisi ¢ergevesinde yeniden yazilarak denklem (2.12) elde
edilmektedir. Burada p(w;|d) ifadesi, d dokiimani icerisinde w; kelimesinin gegme

olasiligdir.

m
d

c*(d) = argmin,, Z p(w¢|d) logM —logp(c) (2.12)
L, p(welc)

M-NB algoritmasinin ¢alisma yapisi ¢ok sinifli bir metin iizerinde 6rneklenmistir. Bu
ornekte ‘Ankara’, ’Istanbul’, ‘Izmir’, ‘Van’ olmak {izere dort adet smif
bulunmaktadir. Egitim verilerinde bu smiflar1 6rnekleyen kelimeler bulunurken test

verilerinde metnin hangi smifa dahil olacagini belirlememize yarayan kelimeler
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bulunmaktadir. Egitim verisinde bulunan sinif etiketleri, sistemi siif 6zelliklerine
gore egitmemizi saglarken test verisinde bulunan sinif etiketleri, dogru siniflandirma
yapilip yapilmadiginin kontrolii i¢in gereklidir. Egitim ve test verileri Cizelge 2.3’te

gosterilmistir.

Cizelge 2.3 : M-NB algoritmasinin uygulandig1 6rnek egitim ve test verileri.

Egitim Veriseti Test Veriseti

Ankara “amtkabir bagkent kedi” | Ankara “baskent kedi”
Istanbul ~ “turist bogaz” [zmir “turist”
[zmir “turist sicak gol sicak” Van “kedi gol kedi”
Van “kedi gol”
Ankara “bagkent kedi g61”
Istanbul  “bogaz gdl turist”

Van “g6l”

Cizelge 2.3’te bulunan egitim verilerine gore kelimelerin siniflar icerisinde kac kez

gectigi Cizelge 2.4°te gosterilmistir.

Cizelge 2.4 : M-NB algoritmasi 6rneginde kelimelerin siniflarda bulunma sayisi.

Kelimeler \ Siniflar | Ankara | Istanbul | Izmir Van
anitkabir 1 0 0

bagkent

bogaz

261
kedi

sicak

0
0
1
0
2
1

O O | N O] O] ©

0
2
1
0
0
2

Ol O N | O N

turist

Ornegin “anitkabir” kelimesinin tiim smiflarda bulunup bulunmamas: ve kag adet
bulunduguna bagli olarak kelime agirliklart agsagidaki gibi hesaplanir. Sekil 2.6°da
aciklanan hesaplama, denklem (2.8) temel alinarak gergeklestirilmistir. Bu islem
egitim verisetinde bulunan tim kelimeler icin gergeklestirilir ve model bir kez
olusturulur. Tim kelimelerin belirtilen siniflara ait degerleri Cizelge 2.5°te

gosterilmistir.
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anitkabir kelimesinin test anitkabir kelimesinin Ankara
dokiimaninda ge¢me sayisi sinifinda gegme sayisi

\1+1/

p(anitkabir |Ankara) = TTE" 0,153846

+6
Egitimde kullanilan dokiiman Ankara sinifinda gegen toplam
say1si kelime sayist

Sekil 2.6 : M-NB yontemine gore kelimenin sinif i¢indeki degerinin hesaplanmasi.

Cizelge 2.5 : Kelimelerin siniflara gore degerleri.

Kelimeler \ Siniflar | Ankara | Istanbul | Izmir Van

anitkabir 0,153846 | 0,083333 | 0,100000 | 0,100000
baskent 0,230769 | 0,083333 | 0,100000 | 0,100000
bogaz 0,076923 | 0,250000 | 0,100000 | 0,100000
20l 0,153846 | 0,166666 | 0,200000 | 0,300000
kedi 0,230769 | 0,083333 | 0,100000 | 0,200000
sicak 0,076923 | 0,083333 | 0,200000 | 0,100000
turist 0,076923 | 0,250000 | 0,200000 | 0,100000

1

1
4 . " = Zlog—2 1+ 7] 2
p(Ankara|"baskent kedi") 21980230769 +5log 0.230769

1 2 _ 0,879
—l0g7 =5
Ornegin sinifi Ankara olan “baskent kedi” igerikli test verisinin ait oldugu muhtemel
siifin bulunabilmesi igin tiim siniflar iizerinde denklem (2.12) kullanilarak asagidaki
hesaplamalar yapilmaktadir. Bu hesaplamalar sonucunda, dokiimanin aitlik degeri en

diisiik olan sinifa dahil oldugu kabul edilir.
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“bagkent” “kedi”

A A
. N
1 7 2
2198 5730769 T 21°80230769

l |

baskent kelimesinin test Kelimenin Ankara Ankara siifinin Egitim
dokiimanindaki orani smifi icin degeri verisindeki orani

2
p(Ankara|"baskent kedi") = - log; = 0,879

Sekil 2.7 : M-NB yontemine gore test verisinin sinif tahmini hesaplamasi.

1 1
> 1 > 2

1
_1 2 _1 2 —l i
2980083333 T 2'°80,083333 | 087~ 1322

p(Istanbul|"baskent kedi") =

1 1
5 1 5 1

1
_1 2 _1 2 _ l J—
2°8°0,100000 T 2'°8°0,100000 )~ '°87 = 1.544

p(Izmir|"baskent kedi") =

1 1
Y 1 > 2

1
n iy — _1 2 _1 2 _ l — =
p(Van|"baskent kedi") > 0g—0,100000 + > Og—O,ZOOOOO 08 1,092

“bagkent kedi” igerikli test verisinin Ankara sinifina ait oldugu hesaplamalarda
goriilmektedir. Test dokiimanindan kontrol edildiginde dogru siniflandirildig: tespit

edilmektedir.

Baska bir &rnek olarak smifi zmir olan “turist” icerikli test verisinin sinif tahmini

icin agagidaki hesaplamalar yapilmaktadir.

1

1 1 2
" ict™ = | = | - —= 1

p(Ankara|"turist") 1log 5076923 log7 ,658
1 - 2

i " ist") = =1 1 —1 R 1,146
p(Istanbul|"turist™) T Og—O.ZSOOOO 0g7
1 : 1

i Tl ot = [ = 1 _ —_ = 1544

p(Izmir|"turist") 110g70.200000 log7 5
1

p(Van|"turist") = 1log—I —logE = 1,544

1 0.100000 7
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Bu hesaplamalar sonucunda en kiigiik degerin Istanbul smifina ait oldugu
goriilmektedir. Test dokiimaninda kontrol edildiginde ise aslinda /zmir sinifina ait
oldugu goriilmektedir. Bunun sebebi egitim verisinde “turist” kelimesinin Istanbul
sinifina ait dokiimanlarda daha fazla tekrar etmesi ve /zmir sinifina ait az sayida

dokiiman olmasinin siniflandirmay1 olumsuz yonde etkilemesidir.

2.5.2 Destek vektor makineleri (Support vector machines)

Destek vektor makinesi (DVM), oncelikle iki smifli durumlari ayirmak igin
gelistirilmis bir algoritmadir. Ayirma isleminin gergeklestirilmesi ig¢in karar
fonksiyonu iiretilerek iki kategoriyi en iyi sekilde ayiracak bir hiper-diizlem

(hyperplane) hesaplanir (Dhillon ve dig, 2003).

Ancak gercek hayat problemlerinin dogrusal ve iki smif diizeyine indirgenemeyecek
olmasi, DVM’lerin dogrusal olmayan ve ¢ok sinifli verileri siniflayabilecek sekilde

gelistirilmesine neden olmustur (Kavzoglu & Cdlkesen, 2010).

Dogrusal olarak ayrilabilir veri kiimelerinde belirlenecek hiper-diizlemin iki sinif

arasindaki maksimum uzakliga denk gelecek sekilde olusturulmasi 6nemlidir.

Denklem (2.13)’te gosterilen X verileri, w agirlik vektoriinii ve b egitim verilerinden

Ogrenilen sabit degeri ifade eder.
w.X+b=0 (2.13)

Sinif etiketlerini temsil eden y € {—1,+1} olacak sekilde, -1 degeri bir sinifi, +1
degeri diger smufi niteler. Egitim verisinin {x, y} ikilileri seklinde oldugu
diisliniilirse, en uygun hiper-diizlem esitsizlikleri denklem (2.14)’te gosterildigi
gibidir (Kavzoglu & Colkesen, 2010).

w.x;+b>+1, Vy=+1licin
(2.14)
w.x;+b< +1, Vy=—-1licin

Ornegin, Sekil 2.8’de sekiz adet verinin bulundugu 2-boyutlu bir diizlemde destek
vektorleri Si1, Sz, S3 olarak gosterilmistir. Bu destek vektorleri, giris degeri olacak

sekilde 1 eklenerek S;, S,, S; seklinde gosterilmistir.
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- )
| |
I I
([
O}

(92}

iy

|
VRS
_ N
N——

U

firg

|
Ry
=N

2 ~ 2

0 — 3l @ s> Sy = _1) S, = <—1)
S, 1
SO . S (4) 4
, L S, 3= 0 5"3 — (0
1

Negatif Simf Pozitif Simif

Sekil 2.8 : Diizlem tizerinde sekiz farkli verinin gosterimi ve destek vektorleri.

Ormekte iic adet destek vektdr oldugu icin {ic adet o parametresine ihtiyag
duyulmaktadir. Dolayisiyla her bir destek vektoriinde kullanilacak a1, a2 ve o3

degerleriyle denklem (2.15) ile hesaplanmaktadir (Silva, 2014).

«; §18 + ¢, $,8; +oc3 §35, = =1 (Negatif sinif)
«; §15, + x;, 5,85, +x5 535, = —1  (Negatif sinif) (2.15)

0(1 5153 + OCZ 5253 +0<3 5353 = +1 (POthlf Slnlf)

Her bir destek vektorii igin iiretilen S;, S,, S5 ile denklem (2.15) kullanilarak
hesaplama yapilir.

(000~
(=IO
(=)~ 06

Yukaridaki denklemler sadelestirildiginde;

6 X +4 X+ 9 xz= —1

4o+ 6x,+9 xz3= —1
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9 x4+ 9 o, + 17 x3= +1
Bu ii¢ denklemin ortak ¢6ziimii ile su degerler elde edilir:

o =xX,= —3,25

0(3: 3,5

Ornekteki pozitif ve negatif simiflari ayiracak hiper-diizlem denklem (2.16)’da

gosterilmistir.

W= Z a;S; (2.16)

4

Denklem (2.16) kullanilarak asagidaki hesaplama gergeklestirilir.
2 2 4
1 1 1
2 2 4 1
W = (—3,25) (1) +(=3,.25) <_1> +(3,5) (0) - ( 0 )
1 1 1 -3

Bu ¢6ziime gore W vektori ile b katsayis1 agagidaki gibi bulunur:

= (o) 0=
w=|,) b=

Bulunan w degeriyle birlikte denklem (2.13) kullanilarak ¢oziliir ve hiper-diizlem’in

X1=3 noktasindan gectigi, X2 yi kesmedigi tespit edilir.

Sekil 2.9 : Hiper-diizlem ile pozitif ve negatif siniflarin ayrilmasi.
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2.6 Metin Smiflandirmada Performans Olgiitleri

Siniflandirma isleminde yontemin etkinligini Olgmek ve diger yontemlerle
kiyaslayabilmek adina dogru ve yanlhs simiflandirilan oOrnekler iizerinde bazi

hesaplamalar yapilir.

Karmasikhik matrisi (Confusion matrix)

Karmagiklik matrisi, siniflayici tarafindan karar verilen gergek ve hesaplanan 6rnek

sayilarinin bulundugu matristir (Liu, 2011).

Pozitif 6rnek, karmasiklik matrisi hesaplanan siiftir. Negatif 6rnek ise karmagiklik

matrisi hesaplanan sinifin digindaki tiim siniflardir.

Iki-sinifli siiflandirmada karmasiklik matrisi Cizelge 2.6’da gosterildigi gibi

olmaktadir.

Cizelge 2.6 : Karmagsiklik matrisi.

Hesaplanan
Pozitif Negatif
8 Pozitif DP YN
~ c
S8
g © .
@) Negatif YP DN

e DP (Dogru Pozitif - True Positive): Dogru siniflandirilan pozitif 6rnek
sayisidir.

e DN (Dogru Negatif - True Negative): Dogru siniflandirilan negatif 6rnek
sayisidir.

e YP (Yanhs Pozitif - False Positive): Pozitif olarak siniflandirilan ancak
gercekte negatif olmasi gereken 6rnek sayisidir.

e YN (Yanlis Negatif - False Negative): Negatif olarak siiflandirilan ancak

gercekte pozitif olmasi gereken 6rnek sayisidir.

Cok-sinifli  smiflandirmada ise, Ornegin smif-2 igin Cizelge 2.7°de gosterilen

karmagiklik matrisi elde edilir (Rigutini & Maggini, 2004).
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Cizelge 2.7 : Sif-2 icin genellestirilmis ¢ok-sinifli karmagiklik matrisi.

Hesaplanan
Siif-1 | Smif-2 Smif-3 Smif-4 | Simf-5

Simif-1 DN YP DN DN DN
- Simif-2 YN DP YN YN YN
=
2| smf3 | DN YP DN DN DN

Sinif-4 DN YP DN DN DN

Siif-5 DN YP DN DN DN

Cok-smifli siiflandirma islemlerinde mikro-ortalama (micro-averaging) ve makro-
ortalama (macro-averaging) olgtimleri kullanilmaktadir. Mikro-ortalamada yapilan
Olglim tiim siniflar tizerinde ayn1 anda yapilirken makro-ortalamada ise her sinif ayri
degerlendirilerek ilgili Sl¢limiin ortalamasi alinir (Sokolova & Lapalme, 2009).

Mikro-ortalamalar p, makro-ortalamalar M ile gosterilmektedir.

Siif sayisinin  dengesiz  dagilim  gosterdigi  caligmalarda makro-ortalama
hesaplamalarina benzer sekilde smiflardaki Ornek sayilariyla birlikte degerler
agirliklandirilarak hesaplanir. Bu hesaplamaya agirlikli ortalama (Weighted Average
- WA) denilmektedir (Zhou & Yao, 2010).

Hassasiyet (Precision)

Iki-sinifli siniflandirmalarda hassasiyet denklem (2.17)’de gdsterilmistir.

Precision = bF (2.17)
recision = o5 :

Cok-sinifli siniflandirmalarda agirlikli ortalama, mikro-ortalama ve makro-ortalama
Olglimlerine gore hassasiyet hesaplamasi n adet smifta her i sinifi icin o smiftaki
ornek sayisi ki ve tiim oOrneklerin sayis1 k olacak sekilde denklem (2.18)’de

gosterilmistir.
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k

n
. 1 .
Precision,,, = — ) (k; Precision)
i=1

=1 DP;

2.18
1(DP; +YP) (218)

Precision” =

n DP;
1=1pp;+YP;
n

Precisiony =

Duvarhlik (Recall - Sensitivity)

Iki-sinifl1 stniflandirmalarda duyarlilik denklem (2.19)’da gosterilmistir.

DP
- 2.19
Recall DPLVN (2.19)

Cok-sinifli siniflandirmalarda agirlikli ortalama, mikro-ortalama ve makro-ortalama

Olgtimlerine gore duyarlilik hesaplamasi denklem (2.20)’de gosterilmistir (Sokolova
& Lapalme, 2009).

n
1
Recall,,, = EZ(ki Recall)
i=1

=1 DP;

Recall, = (2.20)
# o XL.(DP +YN)
n DP;
i=1pp +vN.
Recally, = %

F-degeri (f-score)

Iki-sinifl1 smiflandirmalarda f-degeri hesaplamasi denklem (2.21)’de gosterilmistir.

2 Precision Recall
F = 2.21
score Precision + Recall ( )

Cok smifli smiflandirmalarda agirhikli f-degeri hesaplamasi denklem (2.22)’de

gosterilmigtir.
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n

1
Fscore,,, = T z (k; Fscore) (2.22)

i=1

Ortalama dogruluk (Average accuracy)

Iki-sinifl1 stniflandirmalarda dogruluk degeri denklem (2.23)’te gosterilmistir.

P - DP + DN
CeUracy = DP + YN+ YP + DN

(2.23)

Cok-siniflt siniflandirmalarda yalnizca DP degerleri dikkate alinir (Li ve dig, 2015).
Her bir sinifin DP degerleri toplami, egitim verisetindeki toplam 6rnek sayisina

boliinerek denklem (2.24)’te gosterildigi gibi hesaplanir.

n
1
Accuracy = Ez DP; (2.24)

i=1

C)megin Ankara, Istanbul, Izmir ve Van olmak iizere dort siniftan olusan egitim seti
ile egitilen sistem, sekiz adet veriden olusan test verisi ile test edilmektedir. Ankara
sinifina ait iki dokiiman dogru siniflandirilirken bir dokiiman yanlis (Jzmir olarak)
siiflandirilmustir.  [zmir smifina ait iki dokiiman dogru simiflandirilirken bir
dokiiman yanlis (Istanbul olarak) smiflandirilmistir. Van sinifina ait bir dokiiman

dogru siniflandirilirken bir dokiiman yanlis (Ankara olarak) siniflandirilmastir.

Her sinif i¢in hassasiyet (P), duyarlilik (R) ve f-degerleri (F), her sinifin kendi
karmagiklik matrisi tlizerinden hesaplanir. Bahsedilen oOrnege goére smiflarin

karmasiklik matrisi agagidaki gibidir.

Cizelge 2.8 : Siniflarin karmasiklik matrisleri.

Ankara Istanbul Izmir Van
+ - + - + - -
+ 2 1 + 0 + 2 1 + 1 1
- 1 4 - 1 7 - 1 -
P=sl =0667 p=-2 = =l =0667 P=— =1
2+1 0+1 2+1 140
R=L=0,667 R=9=0 R=L=0,667 R=L=0,500
2+1 0 2+1 1+1
F=ﬂ=0667 F=ﬂ=0 F=ﬂ=0667 F=ﬂ=0667
P+R 7 P+R P+R 7 P+R 7
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Basar1 (Accuracy)

1
ccuracy ==(2+0+2+1) =0, =62,5%
A Y 8 240+2+1)=0,625=62,59

Mikro-ortalama hesaplamalari i¢in tiim siniflarin karmasiklik matrislerindeki DP,
DN, YP, YN degerleri kendi aralarinda toplanarak Cizelge 2.9’daki tiim siniflarin

toplam karmasiklik matrisi elde edilir.

Cizelge 2.9 : Tim siniflar i¢in karmagiklik matrislerinin toplamu.

Hesaplanan
Pozitif Negatif
£ - Pozitif 5 3
S8
g © .
@) Negatif 3 20

Makro-Ortalama Hesaplamasi Mikro-Ortalama Hesaplamasi
Precisiony = 0667+0+0667+1 _ 0,584 Precision, = o 0,625
4 ' #7543
Recally, = 0667 +0+ 0667+ 0500 0,459 Recall, = S 0,625
4 ' HT5+3
2x0584x0459 _ Focore. o 2X0625x0625
’ k0,625 + 0,625 ’

F B ediittidibhe i
SCOTeM = 70584 + 0,459

Agirlikli Ortalama (Weighted Average)

0,667x3)+ (0x0)+ (0,667x3)+ (1x2
Precisionwa=( )+ ( )8( )+ ( )=0,750

_ (0667 x3) + (0x0) + (0,667 x3) + (0500x2) _

Recall,,, = 8

_ (0,667 x3) + (0x0) + (0,667 x3) + (0,667x2) _

Fscore,,q = 8
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3. VERISETININ OLUSTURULMASI VE OZELLIKLERI

Web sayfalarinin smiflandirilmasi amaciyla gergek verilerden olusan ve oldukca

genis bir konu alanin1 kapsayan DMOZ verileri ile ¢alisilmasina karar verilmistir.

DMOZ (Directory Mozilla - The Open Directory Project), alaninda uzman Kkisiler
tarafindan diizenlenmis genis kapsamli web dizinidir. 15/10/2016 tarihi itibariyle
DMOZ iizerinde 91.725 editor, 1.031.499 kategori icerisinde 3.890.990 web sayfasi
konularina uygun bir sekilde yerlestirilmistir (DMOZ, 2017).

Tez kapsaminda calisilan Tiirkge kategorilerin icerdigi web sayfalari hakkinda
DMOZ editorlerinin yazdiklar1 agiklamalar ve baglik bilgisinin yaninda bu web
sayfalarini igaret eden adreslerdeki igerik bilgileri alinarak 22 bin kayittan olusan
genis kapsamli, Tirkce simiflandirmaya uygun bir derlem olusturulmustur. Bu
derlem, Tiirkge metinler {izerinde yapilacak siniflandirma ¢aligmalarina katki

saglayabilecek bir kaynak niteligindedir.

DMOZ, verilerini RDF (Resource Definition Framework — Kaynak Tanimlama
Cergevesi) veri tipinde agik kaynak olarak sunmaktadir. Kaynak tanimlama
cercevesi, web iizerindeki bilgiyi tasvir etmek amaciyla kullanilan ve W3C (World
Wide Web Consortium) tarafindan standartlar1 belirlenen bir dokiiman modelidir.
Veri tanimlamalart XML (eXtensible Markup Language) semasina uygun bir sekilde
yapilmaktadir (Klyne ve dig, 2014; Beckett, 2014).

Bu calisma yiiriitiilirken 17/03/2017 tarihinde DMOZ’un c¢alismalarina Curlie
(curlie.org) tlizerinde devam edecegi duyurulmustur (DMOZ, 2017; Resource-Zone,
2017).

3.1 Verisetinin Olusturulmasi

Veriseti, DMOZ tarafindan verilen RDF tipinde dosyadan faydalanilarak asagidaki

adimlar gerceklestirilmistir.
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3.1.1 Tiirkce kategorisindeki sayfalarin elde edilmesi

DMOZ’dan elde edilen RDF diizenindeki veriler Java platformu kullanilarak
MySQL veritabanina aktarilmistir. Tiirkge sayfalar iizerinde calisilacagindan

veritabani tizerinden Tiirkce kategorisinde bulunmayan tiim sayfalar elenmistir.

Tiirkce kategorisine giren 54.609 adet kayit bulunmaktadir. Sayfalarin kategorilerine
gore dagilimindan baslik 3.3 altinda ayrintili olarak bahsedilmistir.

DMOZ iizerinde “Cocuklar ve Gengler (Kids and Teens)” kategorisi ayr1 bir RDF
dosyasinda sunulmaktadir. Bu yiizden iki ayr1 RDF dosyas: birlestirilerek veriseti
olusturulmustur. DMOZ verilerinin elde edilmesi ve {iizerinde ¢alisabilmesi igin

gerekli verilerin veritabanina eklenme islemleri Sekil 3.1’de gosterilmistir.

“Cocuklar ve Gengler” Diger tiim DMOZ RDF
DMOZ RDF verilerinin verilerinin elde
elde edilmesi edilmesi

\/

Tiirkge kategorilerin
stiziilmesi

Veritabanina
kaydedilmesi

Sekil 3.1 : Tiirkge verisetinin olusturulma akis semas.

3.1.2 Sayfalarin dolasim

DMOZ verisetinden elde edilen Tiirkge sayfalarin gergek site verilerine ulasilmasi
icin bir web-gezer (crawler) tasarlanmistir. Verisetindeki kayit fazlaligindan dolay1
coklu-kanal yontemiyle (multithread) calisilmistir. Bu sayede web sayfalarinin

verileri daha hizli elde edilmistir.

Coklu-kanal yontemiyle veritabanindaki her web adresi ziyaret edilmis ve igerikleri
on islemlerden gecirilerek veritabani gilincellenmistir. Yapilan islemlerin akis

diyagrami Sekil 3.2°de gosterilmistir.
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VERITABANI

; thread-0

; thread-1

;thread-n

Siradaki Siradaki Siradaki
website adresi website adresi website adresi
alind1 alindi alindi
Web-gezer ile Web-gezer ile Web-gezer ile
site igerigi site icerigi site igerigi
alindi alindi alind1
- Ayrnistirma - Ayristirma - Ayristirma
- Kiigiik harf - Kiigiik harf - Kiigiik harf
doniigim doniisiim doniisiim
- Koke - Koke - Koke
indirgeme indirgeme indirgeme Tiirkge etkisiz
kelimelerin elde
E_tlelz_ E_tk|5|z_ E_tlelz_ Etkisiz
kelimelerin kelimelerin kelimelerin <
¢ikarilmasi ¢ikarilmasi ¢ikarilmasi kelimelerin

A\ 4

VERITABANI GUNCELLENDI

Sekil 3.2 : Sayfa dolasimlari, verisetinin elde edilmesi ve metin tabanli 6n iglemlerin
coklu-kanal ile gergeklestirilmesi.

Sayfalarin dolasimindan meta agiklamalar, meta kelimeler, sayfa basligi ve icerik

bilgileri elde edilmistir. Elde edilen bu veriler veritabanina kaydedilmistir.

Veriseti olusturulurken kullanilan oézellikler:

e DMOZ Bashk ve Aciklamasi: DMOZ editorlerinin sayfalar hakkinda uygun
gordiikleri baslik ve agiklamalardir.

e lcerik: <BODY> ... </BODY> etiketi icinde yer alan igerigin tiim HTML

etiketlerinden arindirilmis kelime toplulugudur.

o Bashk: <TITLE> ... </TITLE> etiketi i¢inde yer alan metindir.
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e Meta Veriler: Ac¢iklama i¢in <META name="description" content="...">
etiketinin content parametresinin degeri alinmistir. Anahtar kelimler i¢in
<META name="keywords" content="..." /> etiketinin content parametresinin

degeri alinmistir.

DMOZ tarafindan kategorilendirilmis baz1 sayfalara dolasim asamasinda
ulagilamamustir. Ulasilamayan sayfalarin kullanimda olmadigi goriilmiistiir. DMOZ
Tiirkge kategorisine giren sayfalarin gegerliliginin daha sik araliklarla tespit edilip

giincellenmesi, sitenin amac1 acisindan daha yararl olacaktir.

3.2 Verisetinin Islenmesi

DMOZ’dan ve sayfa dolasimlarindan elde edilen sayfa icerikleri {izerinde
siiflandirma igslemi yapmadan Once 6n islemler uygulanir. Yapilan 6niglem adimlari

asagida anlatilmigtir.

Ayristirma

Tiirkge metinler {izerinde yapilan islemlerde Zemberek 2.1 Kkiitliphanesi
kullanilmistir. Java platformu iizerinde Zemberek kiitliphanesinden yararlanilarak

verisetindeki metinler lizerinde asagidaki islemler gergeklestirilmistir.

Web sayfalarindan toplanan veriler iginde siniflandirmada yarari olmayacak
noktalama isaretleri c¢ikarilmigtir. Sonraki adimlarda kelimelerin yapim ve c¢ekim
eklerinden temizlenerek kokleri ile islem yapilabilmesi igin veriseti kelimelere
ayrilmistir. Bunlarin yaninda web sayfalarinin dogas1 geregi icerdikleri HTML
etiketleri, JavaScript betikleri ve CSS kodlart gibi metin siniflandirmaya etkisi

olmayacak kodlamalar bu agsamada verisetinden ¢ikarilmistir.

Tum karakterlerin kiiciik harflere cevrilmesi

Site bashigi, meta kelime, meta aciklama ve sitelerin gercek icerigindeki tim
metinler, DMOZ verisetinden alinan verilerdeki agiklama ve basliklarla birlikte

kiigiik harflere ¢evrilmistir.

Koke indirgeme

Smiflandirma oncesi kelimelerde bulunan yapim ve c¢ekim ekleri atilarak tim

kelimler kok haline indirgenmistir. Zemberek’te bulunmayan yabanci kelimeler ile
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yanlig veya eksik yazilmis kelimeler verisetinden g¢ikarilmigtir. DMOZ {izerindeki
baslik ve sitenin kendi baslik bilgisi bu kapsam disinda tutulmustur. Ciinkii birgok
site ad1 “hepsiburada.com”, “YOK”, “BIMER” &rneklerinde oldugu gibi, dogrudan

Tiirkge sozliikte bulunmayan kelimeleri igermektedir.

Etkisiz kelimelerinin cikarilmasi

Tiirk¢e etkisiz kelimeler, verisetinden ¢ikarilmadan once koke indirgenmistir. Bu
sayede, ornegin “hi¢bir” kelimesinin “hig¢biri”, “higbirimiz”, “hi¢biriniz” gibi tiim
cekimlerinin diistiniilme zorunlulugu ortadan kaldirilmistir. K6k haline indirgenmis
etkisiz kelimeler, kelimeleri 6nceden kok haline indirgenmis verisetinden

cikartlmistir.

3.3 Verisetinin Ozellikleri

DMOZ fiizerindeki ana kategoriler ile calisilmistir. Ana kategoriler altindaki alt
kategoriler altindaki siteler, dogrudan ilgili ana kategori altinda Sekil 3.3’te

gosterildigi gibi toplanmistir. Alt kategori etiketleri kullanilmamaistir.

Ornek 1
Ornek 1
Ornek 2
Giyim Ornek 2
Hediye |—Omek3 - Ornek 3
Alisveris Aligveris
Hobi —  Ormek 4 Orne
. Ornek
Ornek 5 Omek 5
Ormnek 6 Ornek 6

Sekil 3.3 : Alt kategorilerin ait oldugu ana kategoriye dahil edilmesi.

DMOZ tarafindan tiim sayfalar 15 ana kategori altinda toplanmistir. Bu kategoriler
Cizelge 3.1°de gosterilmistir.
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Cizelge 3.1 : DMOZ Kategorileri.

Alisveris Cocuklar ve Gengler Kiiltiir ve Sanat
Basin ve Yayn Eglence ve Yasam Oyunlar
Bilgisayar Ekonomi ve Is Diinyasi Saglik
Bilim Ev Spor
Bolgesel Kaynaklar Toplum

Calismanin konusu olan Tiirkge web sayfalar1 ve kategorileri, DMOZ iizerinde
“World/Tiirk¢e” konumu ve “Kids and Teens/International/Tiirk¢e” konumu altinda
bulunmaktadir. Tiim Tiirkge sitelerin sayis1 15/10/2016 tarihi itibariyle 54.609 olarak

tespit edilmistir. Verisetindeki sayfalarin dagilimi Sekil 3.4°te gosterilmistir.
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5.000 2.738 3.492 5 564
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(ORI
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Kategoriler

Sekil 3.4 : DMOZ’dan alinan Tiirkce sayfalarin kategorilerine gére dagilim grafigi.

“Bolgesel” kategorisinin altindaki alt kategoriler, DMOZ’un ana kategorileri ile
benzer konu basliklarina sahiptir. Bunun yaninda bu kategoride, toplam site sayisinin
yarisindan fazlasinin olmasi (%54) siniflandirma performansinda ve amaci agisindan
sorun olusturacagindan bu kategori calisma disinda birakilmistir. “Bolgesel”

kategorisinde 15/10/2016 tarihi itibariyle 29.592 adet site bulunmaktadir.

Sayfalarin kategorilere gore dagilimi

Verisetinde bulunan 2.670 adet sayfaya ulasilamadigindan ¢alisilacak olan toplam
ornek sayist 22.347’ye inmistir. Web-gezer ile ulasilabilen sayfalarin DMOZ

kategorilerine gore dagilimlart Sekil 3.5°te gosterilmistir.
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9.000
8.000
7.000
6.000
5.000
4.000

Sayfa Sayisi

3.000
2.000
1.000

Basinve

Alisverig Yayin

Bilgisayar

Kayip Orani 8% 11% 9%
M Ulagllamayan =~ 117 59 247
Ulagilabilen 1277 463 2491

Bilim

12%
87
613

Cocuklar Ekonomi

Eglence
Gengler ve Yasam
15% 12%

49 95

269 714

vels

Diinyasi

11%
905
7.145

Ev

12%
29
208

Kaynaklar Sanat

7%
251
3241

Kailturve

16%
260
1356

11%
34
288

Oyunlar  Saglk Spor

8% 13%
124 88
1440 603

Toplum

13%
325
2.239

Sekil 3.5 : Bolgesel kategorisi haricinde ulasilabilen ve ulasilamayan sayfalarin
DMOZ kategorilerine gore dagilim grafigi.

3.4 Sayfalarin Ozelliklerine Gére Deney Verisetlerinin Olusturulmasi

DMOZ verisetinden, birbirinden farkli alt1 adet deney veriseti olusturulmustur. Bu

caligmadaki amag; kategori sayisi,

eksiksiz ve egitimde kullanilan igerigin

smiflandirma basarisina etkisinin daha net izlenebilmesidir. Deney verisetleri

olusturulurken egitim verilerine dahil edilen icerik Cizelge 3.2°de gosterilmistir.

Farkl1 sayfa iceriklerinin siniflandirma basarisina etkisinin daha net gézlenebilmesi

icin 3, 4, ve 5. deney verisetleri olusturulmustur. Bu sayede DMOZ’daki baslik ve

aciklamalarin sitenin kendisinden elde edilen verilerle birlikte degerlendirildiginde

siniflandirma basarisina katkisi incelenmistir.

Cizelge 3.2 : Olusturulan deney verisetlerinin egitim verilerinde kullanilan 6zellikler.

DENEY
VERISF}TL-E RININ B[z)lls\;ll(lgze icerik Bashk ME.T A
EGITIM Aciklama veriler
VERILERI
1 + + + +
2 + + + +
3 + - . -
4 - + + +
5 + + + +
6 + + + +

30



Herhangi bir DMOZ kategorisinde bulunmayan web sayfalarmin siniflandirilmasi
tizerinde duruldugundan olusturulan tiim deney verisetlerinin test verilerinde
sayfalarin kendi igerikleri kullanilmistir. DMOZ’dan elde edilen baslik ve
aciklamalar test verilerine dahil edilmemistir. Test verilerinin 6zellikleri Cizelge

3.3’te gosterilmistir.

Cizelge 3.3 : Olusturulan deney verisetlerinin test verilerinde kullanilan 6zellikler.

DENEY DMOZ
VERISETLERININ Bashk ve Icerik Bashk
TEST VERILERI Aciklama

1,2,3,45,6 - +

META
veriler

Deney verisetlerindeki 6rnek sayilari, eksiksiz veriler ile ¢alisilip ¢alisiimadigina ve
kategori sayilarina gore degismektedir. Cizelge 3.4’te gosterilen 1, 2 ve 6. deney
verisetlerinde, site baslik ve meta verileri tam olan sayfalar ile ¢alisildigindan bu
deney verisetlerinin kategorilerindeki 6rnek sayilari, Sekil 3.5’te gosterilen drnek

sayilarina gore daha azdir.

Cizelge 3.4 : Olusturulan deney verisetlerindeki sayfalarin kategorilere gore

dagilimlari.
Kategori VERISETLERINDEKI SAYFA SAYILARI
1 2 3 | 4 | 5 6

Aligveris - - 1.277 876
Basin ve Yayin - - 463 232
Bilgisayar 1.387 1.387 2491 1.387
Bilim - - 613 188
Cocuklar ve Gengler - - 269 114
Eglence ve Yasam - - 714 350
Ekonomi ve Is Diinyas1 | 3.680 | 3.680 7.145 3.680
Ev - - 208 101
Kaynaklar - - 3.241 825
Kiiltiir ve Sanat 557 557 1.356 557
Oyunlar 134 - 288 134
Saglik 670 670 1.440 670
Spor - 200 603 200
Toplum - - 2.239 927

TOPLAM 6.428 6.494 22.347 10.241

Deney veriseti - 1 ve 2:

Bu deney verisetlerinde beser kategori ile calisilmistir. Deney veriseti 1 ve 2’nin

karsilastirmasi Sekil 3.6’da gosterilmistir.
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4.000
3.500
3.000
2.500
2.000
1.500

1.000

E . N -

Ekonomi ve Kaltar ve

Bilgisayar is Diinyas| Sanat Oyunlar Saghk Spor
W Deney Veriseti - 1 1.387 3.680 557 134 670 0
ODeney Veriseti - 2 1.387 3.680 557 0 670 200

B Deney Veriseti-1 @Deney Veriseti - 2

Sekil 3.6 : Deney veriseti 1 ve 2°deki sayfalarin kategorilere dagilimi ve
karsilastirilma grafigi.

Deney veriseti — 3, 4 ve 5’te sayfa igeriginde eksiklikleri bulunan 6rnekler de dahil
edilirken deney veriseti - 6’da icerigi eksiksiz Ornekler secilmistir. Orneklerin

kategorilere gore dagilimi ve karsilastirilmasi Sekil 3.7°de verilmistir.

8.000
7.000
6.000
5.000
4.000
3.000
2.000
1.000 I H I I
0 |_| B I|—| [ II_I -— |_| N m- |_| l|—| |_|
Algveris B\}aa;r\:e Bigisayar  Biim go‘\l;lda" \E;(a§am Ek\"je‘g“' Ev  Kaynaldar Kl;':“ln;tve Oyunlar  Saglk Spor | Topum
Genger Diinyas
B D.Verseti-3,45 1277 463 2491 613 269 714 7145 208 3241 135 288 1440 603 2239
O D. Veriseti-6 876 232 1387 188 114 350 3630 101 85 557 134 670 200 927

M D. Veriseti-3,4,5 OD. Veriseti-6

Sekil 3.7 : Deney veriseti 3, 4, 5 ile deney veriseti 6’daki 6rneklerin kategorilere gore
dagilimi ve karsilastirilma grafigi.
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3.5 Veriseti Olusturmada Yasanan Zorluklar

Veriseti olusturulma agamasinda birtakim zorluklar yasanmistir. Yasanan zorluklar

asagidaki bagliklarda anlatilmistir.

Calisilan sayfa sayisinin fazlalhgi

Calisilan sayfa sayisinin fazlaligindan dolay1 bu sayfalarin gezilerek site verilerinin
elde edilmesi ciddi bir zaman kaybina sebep olmaktadir. Bu sorunun ¢6ziimii igin
cok-kanalli ¢alisan bir web-gezer tasarlanmistir. Boylece toplamda 25.017 sayfa

dolagimindan kaynakli zaman kaybinin 6niine geg¢ilmistir.

Farkli RDF dosvalar

“Cocuklar ve Gengler” kategorisi, DMOZ tarafindan verilen genel RDF verisetinde
bulunmamaktadir. Bu kategori i¢in yine DMOZ {izerinde ayr1 bir RDF dosyasi
bulunmaktadir. Bu sebeple, “Cocuklar ve Gengler” kategorisi veritabanina ayrica

eklenmistir.

Ulasilamayan sayfalar

DMOZ kategorileri iginde, artik kullanimda olmayan sayfalar da oldugundan web-
gezer ile igeriklerine ulasilamayan sayfalar bulunmaktadir. Ulagilamayan sayfalar

nedeniyle bu 6rnekler, egitim ve test verilerinde ¢alisma kapsamina alinmamastir.

Dolasilan Savfalardaki Eksik Veriler

Tez kapsamindaki denemelerde sayfalarin baslik, icerik, meta kelimeler ve meta
aciklamalar etiketlerinin i¢indeki veriler kullanilmistir. Sayfalarin HTML
kodlamasindaki eksiklikler nedeniyle sayfa hakkinda edinilen bilgi konusunda
olumsuz etki olusmaktadir. Sayfaya ait 6zelliklerin eksik olmasi, siniflandirmayi

olumsuz etkilemektedir.
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4. UYGULAMA

Java platformunda, RDF verilerinin yorumlanmasi i¢in RDF’ten MySQL
veritabanina aktaran ve WEKA’da kullanilmak iizere ARFF dosyas1 olusturan metin-
ayristirict ile sayfalarin giincel bilgilerini elde eden bir web-gezer yazilmistir.
Veriseti, veri madenciligi yontemleri kullanilarak WEKA programi yardimiyla test

edilmistir.

Java platformu ile veritabanindan alinan verisetinden alt1 adet deney veriseti ve her
deney veriseti i¢in Sekil 4.1’de gosterilen yapida farkli ARFF dosyalar

olusturulmustur.

Deney Veriseti — 1
1.deneme ARFF dosyasi
2.deneme ARFF dosyasi
3.deneme ARFF dosyasi
4.deneme ARFF dosyas1
5.deneme ARFF dosyasi

Veritaban Java Deney Veriseti — 2

Deney Veriseti — 3

Deney Veriseti — 4

Deney Veriseti — 5

Deney Veriseti — 6

Sekil 4.1 : Alt1 adet deney verisetinin olusturulmasi.
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Smiflandirma isleminde dikkate alinacak kelimeler iizerinde siniflandirma igin
uygulanmasi gereken metin tabanli 6n islemler disinda hi¢bir miidahale olmadan

veriseti, DMOZ ve sayfa igeriklerinden elde edilen kelimeler ile hazirlanmustir.

4.1 Dogrulama Yontemi

Deney verisetlerinde disar1 birakma (hold-out) yontemi kullanilmistir. Egitim ve test
deney verisetlerinde kullanilan 6zellikler farkli oldugu i¢in egitim ve test verileri iKi
farkli dosya seklinde hazirlanmistir. WEKA platformuna egitim ve test verileri ayri

ayr1 verilerek siniflandirma islemleri yapilmistir.

Her deney veriseti i¢in 5 farkli egitim ve test veriseti olusturulmustur. Boylece her
bir sayfanin, mutlaka bir test verisetinde yer almasi saglanmistir. Sekil 4.2°de
herhangi bir deney veriseti i¢in, 6rnegin 2. deneme asamasinda olusturulan egitim ve
test verilerinin nasil segildigi gosterilmektedir. Bu islem, her deney veriseti igin bes
kez tekrar etmektedir. Bir deney seti igin 5’er adet egitim ve test Verisi
bulunmaktadir. Alt1 deney verisetinde, bes adet deneme ile 6 X 5 = 30 adet egitim ve

test verisiyle ¢alisilmistir.

DENEY VERISETI
2. Deneme
1
EGITIM  |— TEST
2 >
Sayfa
Deney veriseti 3 dolagimindan elde
icerigi edilen sayfa
4 bilgileri
5

Sekil 4.2 : Deney verisetleri i¢in egitim ve test verisetlerinin olusturulma yontemi.
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Cizelge 4.1°de gosterildigi gibi tez kapsaminda iki farkli algoritma, li¢ adet 6zellik
vektorii ve bilgi kazanim orani kullanilip kullanilmamasina gore 30 X 2 X 3 x 2 = 360
adet test yapilmistir. Yapilan tiim islemler farkli test verileri ile test edilmis olup
ortalamalar1 sonug olarak yansitilmistir. Bu sekilde ¢alisilmasindaki amag gergek bir
test ortami olusturmak i¢in test verilerinde DMOZ verilerinin bulunmamasini
saglamaktir. Egitim ve test verilerindeki sayfalar, igerikleri bakimindan farklilik

gosterdigi i¢in her deney veriseti i¢in bes adet egitim ve test verisi ayr1 dosyalarda

olusturulmustur.
Cizelge 4.1 : Verisetleri ile yapilan deney sayilari.
ALGORITMA
Kelime Bilgi Bilgi
vektorii M-NB | DVM kazamim | kazamim
oranh oranh
HER M-NB DVM
DENEY
VERISETI | 1-gram 5 > 5 5
iCiN
2-gram 5 5 5 5
1..2-gram 5 5 5 5
Bir deney veriseti icin yapilan toplam deney sayisi 160
Alt1 farkh deney seti icin yapilan toplam deney sayis1 1 360

4.2 Kelime N-Gram Ozellik Vektorii Cikarim

Vektor uzaymi kiicliltmek ve basariyr artirmak adina en yiiksek frekansa sahip ilk
10.000 adet kelime ile calisilmistir. Siniflandirma islemlerinde kelime n-gram 6zellik
¢ikarim yontemiyle g¢alisilmaya karar verildiginden n-gram denemeleri sonucunda
basar1 sonuglarina bagli olarak bu ¢alismada kelime 1-gram, 2-gram ve 1..2-gram ile

calismaya karar verilmistir.

Ornegin metin siniflandirmada yapilmas1 gereken 6n islemlerden gecirilmis
“bilgisayar ata say hesap aygit abakiis” ifadesi lizerinde 1-gram, 2-gram ve 1..2-gram

kelime vektorii kullanimi Cizelge 4.2°de gosterilmektedir.
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Cizelge 4.2 : Kelime 1..2-gram yonteminin 6rneklendirmesi.

1-gram bilgisayar, ata, say, hesap, aygit, abakiis
2-gram bilgisayar ata, ata say, say hesap, hesap aygit, aygit abakiis
bilgisayar, ata, say, hesap, aygit, abakiis, bilgisayar ata, ata say, say hesap,
1.2-gram hesap aygit, aygit abakiis

4.3 Test Sonuglari

Calisilan deney verisetlerinin 6zellikleri ve kategorilerine gore sayfa dagilimlari
baslik 3.3’te anlatilmistir. Verisetleri; kategori sayisi, farkl igerikle egitilen sistem ve
icerik kalitesi bakimindan incelenmistir. Her bir baslik kendi i¢inde 6zellik vektorii

ve bilgi kazanim oraninin siiflandirmaya katkisi ile detaylandirilmistir.

Kategori sayis1 farkli deney verisetlerinin siniflandirma basarilarinin gézlenmesi igin
1, 2 ve 6. deney verisetleri ile calisilmistir. 1 ve 2. deney verisetleri 5 kategoriden, 6.
deney veriseti 14 kategoriden olusmustur. Orneklerin kategorilere gére dagilimi
Cizelge 3.4°te gosterilmistir. 1, 2 ve 6. deney verisetlerinin birlikte
karsilastirilmalarinin ~ sebebi, egitim verileri olusturulurken kullanilan igerik

bilgilerinin ayni olmasi ve igerik bilgilerinde eksiksiz verilerin kullanilmasidir.

Farkl1 igerik ile egitilen verisetlerinin siniflandirma basarilarinin gézlenmesi i¢in 3, 4
ve 5. deney verisetleri ile ¢alisilmistir. Bu deney verisetlerinin test edilmesindeki
amag¢ sistemin egitiminde kullanilan igeriklerin farkliliklarinin = siniflandirma
basarisina etkilerinin gozlenmek istenmesidir. 3, 4 ve 5. deney verisetleri 14
kategoriden olugmaktadir. Deney verisetleri olusturulurken kullanilan 6zellikler
Cizelge 3.2°de gosterilmistir. Kullanilan 6zelliklerin ayrintilar1 baghik 3.3 altinda

anlatilmistir.

Deney verisetleri igerisinde sayfa igeriklerinden elde edilen <TITLE> etiketinden
alman baslik bilgisi, <META> etiketinden alinan ac¢iklama ve anahtar kelime
bilgileri eksik olan sayfalarin bulunmamasi durumunda smiflandirma basarisina
etkisini gorebilmek i¢in 5 ve 6. deney verisetleri ile calisilmistir. 5 ve 6. deney
verisetlerinde egitim verilerinde kullanilan igerik bilgileri aynidir. 6. Deney veriseti

olusturulurken eksik icerikli sayfalar olmamasina dikkat edilmistir.
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4.3.1 Kategori sayisi farkh verisetleri icin test sonuclar:

Kategori sayist farkli olan 1, 2 ve 6. deney verisetleri i¢in M-NB ve DVM
algoritmalarinda kelime vektorii se¢iminin ve BKO yaklasiminin kullanildigi

siiflandirma sonuglarinin dogruluk ve f-degerleri Cizelge 4.3’te gosterilmektedir.

Cizelge 4.3 : Kategori sayisina gore kelime n-gram 6zellik vektorii segimi ve
BKO’nun smiflandirma basarisina etKisi.

Kategori | Ornek Veriseti Algoritma 1-gram 2-gram 1..2-gram
Sayisi Sayisi
Dogruluk | F 6l¢ciimii | Dogruluk | F 6l¢iimii | Dogruluk | F 6l¢iimii
89,98% 92,61% 91,97%
M-NB 5= 0,009 0,902 o= 0,006 0,926 = 0,009 0,921
0, 0, 0,
DVM 8537% | g9 | 8026% | 7g3 | 8387% | 4639
s e | o R
b () , (0] . ()
BKO + M-NB 0=0010 0,903 5=0010 0,913 0=0010 0,910
86,94% 85,45% 86,92%
BKO + DVM o= 3289 0,868 6=5513 0,851 0 =4.257 0,866
89,80% 92,39% 91,60%
M-NB 5= 0,008 0,900 o= 0,009 0,924 o= 0,008 0,917
85,18% 79,71% 83,14%
: s 404 , DVM o= 0.802 0,847 0=1325 0,781 6 =0,744 0,821
! 89,94% 90,05% 89,91%
BKO + M-NB 5= 0,007 0,901 0= 0023 0,902 5=0018 0,901
89,83% 90,89% 90,59%
BKO + DVM 5= 0,601 0,900 o= 1,060 0,910 0 =0.907 0,910
77,07% 79,45% 78,72%
M-NB 5= 0,009 0,770 5= 0,007 0,786 5= 0,008 0,778
DVM 7031% | geo3 | 85:36% | g9 | 6906% | g67n
14 10.241 6 0;30:3789 0;32,761 c=0,531
! 76,79% 76,67% 77,90%
BKO + M-NB 6= 0,007 0,770 6= 0004 0,762 5=0,006 0,781
69,79% 66,77% 72,04%
BKO + DVM o= 0.865 0,688 o= 0,695 0,652 5=0931 0,711

Cizelge 4.3 incelendiginde, uygulanan tiim algoritmalarla kategori sayist az olan
verisetlerinde daha yiiksek dogruluk ve f-degerlerine ulagilmistir. Kategori sayisi

arttiginda elde edilen siniflandirma basarilarinin diistiigii gézlenmistir.

Az kategorili deney verisetlerinde en yliksek dogruluk orani M-NB algoritmasi ile
elde edilen %92,61°dir. Her bir smif i¢cin kelime agirliklari, algoritmalarin dogasi
geregi otomatik bir sekilde yapilmustir. Insan miidahalesiyle kategoriler icin en iyi
anahtar kelime secim islemi yapilmamistir. Kategoriler i¢in 6nemli olabilecek
anahtar kelimelerin el ile secilmesiyle otomatik siniflandirmanin disina ¢ikilarak

daha yiiksek dogruluk oranlarina ulasilabildigi goriilmektedir (Gtircan, 2009).

BKO yaklagiminin, kelime 1-gram i¢in dogruluk ve f-degeri sonuglarina bakildiginda
az kategorili 1. ve 2. deney verisetlerinde M-NB algoritmasinin performansinda ciddi

bir artisa sebep olmadigi gozlenmistir. Ayni sekilde c¢ok kategorili 6. deney
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verisetinde de M-NB algoritmasinin basarisina katkisinda ciddi  bir  etkisi
goriilmemistir. Kategori sayisi az olan deney verisetlerinde 1l-gram i¢in BKO
yaklasimmin, DVM algoritmasinin performansina olumlu katki saglarken c¢ok

kategorili verisetinde basariya ciddi bir etkisi goriilmemektedir.

BKO yaklasiminin 1, 2 ve 6. deney verisetlerinde 2-gram 06zellik vektorii igin
dogruluk ve f-degerlerine bakildiginda M-NB algoritmasinin performansina etkisinin
olumsuz yonde %1,5 - %3 oraninda oldugu goriilmektedir. 2-gram igin ayni deney
verisetlerinde BKO yaklasiminin, DVM algoritmasinin performansina olumlu yonde
katki sagladig1 goriilmiistiir. Az kategoriye sahip 1 ve 2. deney verisetlerinde %5 ten
fazla artis gozlenirken ¢ok kategorili 6. deney verisetinde yaklasik %1,5 degerinde

bir artig gdzlenmistir.

BKO yaklagiminimn 1..2-gram i¢in 1, 2 ve 6. deney verisetleri incelendiginde M-NB
algoritma performansinin olumsuz yonde etkilendigi goriilmektedir. 1..2-gram i¢in
kategori sayisi az olan deney verisetlerinde BKO yaklagiminin DVM algoritmasinin
performansina %3 ten fazla olumlu katki saglarken 6. deney verisetinde yaklasik %3

civarinda olumlu katki sagladig1 goriilmiistiir.

Kelime vektorii segiminin uygulandigr 1, 2 ve 6. deney verisetlerinde M-NB, DVM,
BKO+M-NB ve BKO+DVM algoritmalarinin dogruluk degerleri degisimleri Sekil
4.3, Sekil 4.4 ve Sekil 4.5’te gosterilmistir.

DENEY VERISETI - 1
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Sekil 4.3 : 1. deney verisetinin kelime vektorii segimine gore algoritmalarin dogruluk

degerleri grafigi.
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DENEY VERISETI - 2
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Sekil 4.4 : 2. deney verisetinin kelime vektorii secimine gore algoritmalarin dogruluk
degerleri grafigi.

DENEY VERISETi - 6
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Sekil 4.5 : 6. deney verisetinin kelime vektorii se¢imine gore algoritmalarin dogruluk
degerleri grafigi.
Cizelge 4.3’teki test sonuglarina gore kelime n-gram ozellik vektdrii se¢iminin

siiflandirma basarisina etkisi incelendiginde asagidaki sonuglar goriilmektedir.

M-NB algoritmasinin 1, 2 ve 6. deney verisetlerinde 1-gram referans alindiginda
dogruluk ve f-degerlerine bakildiginda 2-gram ve 1.2-gram ozellik vektori
secimlerinin daha iyi sonuglar verdigi gozlenmistir. Ayn1 deney verisetlerinde M-NB
algoritmasimin en yiikksek basarisinin kelime 2-gram o6zellik vektoriinde oldugu

gozlenmistir. BKO yaklagimli M-NB algoritmasimnin da dogruluk ve f-degerleri
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incelendiginde kelime 2-gram 06zellik vektorii se¢iminin digerlerine oranla daha iyi

sonuglar verdigi gézlenmistir.

DVM algoritmasinda 1, 2 ve 6. deney verisetlerinde kelime 1-gram ozellik vektorii
seciminin daha iyi sonuclar verdigi gozlenmistir. 1..2-gram 06zellik vektoriiniin
dogruluk ve f-degerlerindeki artigta 1-gram’in olumlu etkisi oldugu goriilmektedir.
BKO yaklasimli DVM algoritmasinda kelime 1..2-gram 6zellik vektorii yaklagiminin

digerlerine oranla daha yiiksek dogruluk ve f-degerlerine sahip oldugu gozlenmistir.

Uygulanan algoritmalarm 1, 2 ve 6. deney verisetlerindeki sonuglarinin
derecelendirilmesi Cizelge 4.4’te goOsterilmistir. Cizelge tizerinde en basarili

algoritma 1’den baslayarak derecelendirilmistir.

Cizelge 4.4 : 1, 2 ve 6. deney verisetleri i¢in algoritma sonuglariin
derecelendirilmesi.

Veriseti Ozellik Algoritmalar

Vektorii | M-NB | DVM | BKO+M-NB | BKO+DVM

1-gram 2 4 1 3

1 2-gram 1 4 2 3

1..2-gram 1 4 2 3

1-gram 3 4 1 2

2 2-gram 1 4 3 2

1..2-gram 1 4 3 2

1-gram 1 3 2 4

6 2-gram 1 4 2 3

1..2-gram 1 4 2 3

Toplam 12 35 18 25

1-gram icin toplam 6 11 4 9

2-gram i¢in toplam 3 12 7 8

1..2-gram i¢in toplam 3 12 7 8

Cizelge 4.4°teki derecelendirme sonuglarinda toplam degeri en diisiik olan algoritma
en basarilidir. Bu deney verisetlerinde en basarili sonuglarin M-NB algoritmasi ile
elde edildigi gortilmiistir. BKO yaklasimi M-NB algoritmasina olumsuz etki

gosterirken DVM algoritmasina olumlu etki géstermektedir.

4.3.2 Farkh icerik ile egitilen verisetlerinin test sonuclari

Farkl: icerikli egitim verilerine sahip olan 3, 4 ve 5. deney verisetleri icin M-NB ve
DVM algoritmalarinda kelime vektorii se¢giminin ve BKO yaklasimimin kullanildig

siiflandirma sonuglarinin dogruluk ve f-degerleri Cizelge 4.5’te gosterilmektedir.
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Cizelge 4.5 : Secilen 6zelliklere gore kelime n-gram 6zellik vektorii se¢imi ve bilgi
kazanim oraninin siniflandirma basarisina etkisi.

O\Z/e:el;iilsjeti-i Veriseti Algoritma S 2-gram L
Dogruluk | F 6l¢iimii | Dogruluk | F 6l¢iimii | Dogruluk | F 6l¢iimii
M-NB 6733?3{)"4 0,719 673'35;’{;’4 0,719 063'3%’(/;’5 0,663
0, 0, 0,
oy . DVM 663'3%’8 0,673 661'37266"3 0,676 0633%’8 0,684
BRO+M-NB | 308 | 0719 | BT | oeas | JEO2E 1 0721
BKO + DVM 662'32:{"7 0,673 :jfi;{;’o 0,559 6653?:;"7 0,678
M-NB ;jgi;& 0,743 JS’%%"Z 0,758 ;jgi:& 0,760
0, 0, 0,
Site icerigi 4 i 676?3’86029 e 663;9%?9 oo 663?)?0?6 il
BRO+M-NB | 0% | 0739 | STOR | oe7a | 0001 069
BKO + DVM fi’@ﬁ 0,676 063'3’260{"9 0,616 063'32?4 0,642
M-NB o0 | 0744 | JOOC | o7e2 | ORR0 | 0763
oMoz i DVM 663'3’0503’5 0,673 662'?%’1 0,645 Gei,g’z;?é 0,675
Site Tgerigi BKO + M-NB 0732)?(;’6"5 0,740 0613"'5{;’9 0,677 Ji'g,‘gf’o 0,713
BKO + DVM 063'?),2:?9 0,678 062’3,750?1 0,609 Gej'gg‘yl"g 0,634

Cizelge 4.5 incelendiginde egitimde kullanilan sayfa igeriklerinin sadece DMOZ
verileri ile egitilen modele gore simiflandirma basarisina daha fazla katk: sagladigi
gorilmistiir. Sayfa icerikleri ile egitilen sisteme DMOZ verileri de eklendiginde
siniflandirma performansina olumlu etki goézlense de anlamli bir fark ortaya

¢ikmamustir.

Cizelge 4.5’teki test sonuglarina gére BKO yaklagiminin smiflandirma basarisina

katkis1 incelendiginde asagidaki sonuglar goriilmektedir.

Kelime 1-gram igin dogruluk ve f-degeri sonuglarina bakildiginda 3, 4 ve 5. deney
verisetlerinde BKO yaklasiminin M-NB algoritmasinin performansina ciddi derecede
bir katkis1 gozlenmemistir. Kelime 1-gram icin BKO yaklasimmmin DVM
algoritmasia katkisi incelendiginde 14 kategoriden olusan deney verisetlerinde

dogruluk ve f-degerlerine bakildiginda ciddi bir katki saglamadig1 goriilmektedir.

BKO yaklasimimin ayni1 deney verisetlerinde 2-gram ozellik vektorii igin M-NB
algoritmasinin performansina etkisinin %9 civarinda olumsuz oldugu gozlenmistir.
DVM algoritmasinda da BKO yaklasiminin performansa olumsuz etkisi

gozlenmistir.
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BKO yaklagiminin 1..2-gram i¢in dogruluk ve f-degerleri 3, 4 ve 5. deney verisetleri
icin incelendiginde M-NB ve DVM algoritmalarinin performansina olumlu yonde

katki saglamadig1 gozlenmistir.

Kelime vektorii segiminin uygulandigr 3, 4 ve 5. deney verisetlerinde M-NB, DVM,
BKO+M-NB ve BKO+DVM algoritmalarinin dogruluk degerleri degisimleri Sekil
4.6, Sekil 4.7 ve Sekil 4.8’de gosterilmistir.

DENEY VERISETI - 3
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Sekil 4.6 : 3. deney verisetinin kelime vektdrii secimine gore algoritmalarin dogruluk

degerleri grafigi.
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Sekil 4.7 : 4. deney verisetinin kelime vektorii secimine gore algoritmalarin dogruluk
degerleri grafigi.
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Sekil 4.8 : 5. deney verisetinin kelime vektdrii secimine gore algoritmalarin dogruluk
degerleri grafigi.

BKO yaklagiminin incelenen tiim n-gram kelime vektorleri ig¢in 3, 4 ve 5. deney

verisetlerinde M-NB ve DVM algoritmalarinin performansinda ciddi bir degisim

goriilmediginden bu baslikta 6zellik vektorii degerlendirmelerinde BKO yaklagimli

algoritmalar incelenmemistir. Cizelge 4.5°teki test sonuglarina gore kelime n-gram

ozellik vektorii se¢iminin siniflandirma basarisina etkisi incelendiginde asagidaki

sonuglar gorilmektedir.

M-NB algoritmasimin 3, 4 ve 5. deney verisetlerinde 1-gram referans alindiginda 2-
gram Ozellik vektorli se¢iminin daha iyi sonuglar verdigi gézlenmistir. Ayn1 deney
verisetlerinde DVM algoritmasinin kelime 1-gram 6zellik vektorii se¢ciminin daha iyi
sonuglar verdigi goriilmektedir. 1..2-gram o6zellik vektoriiniin dogruluk ve f-

degerlerindeki yiikseliste 1-gram’in olumlu etkisi oldugu gozlenmistir.

Uygulanan algoritmalarin 3, 4 ve 5. deney verisetlerindeki sonuglarinin
derecelendirilmesi Cizelge 4.6’da gosterilmistir. Cizelge tizerinde en basarili
algoritma 1’den baslayarak derecelendirilmistir. 3. deney verisetinde 1-gram 6zellik
vektorinde M-NB ile BKO+M-NB algoritmalarinin dogruluk ve f-degerleri esit

oldugundan dolay1 iki algoritmanin derecesi aynidir.
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Cizelge 4.6 : 3, 4 ve 5. deney verisetleri i¢in algoritma sonuglarinin
derecelendirmesi.

Veriseti Ozellik Algoritmalar

Vektorii | M-NB | DVM | BKO+M-NB | BKO+DVM

1-gram 1 3 1 2

3 2-gram 1 2 3 4

1..2-gram 2 3 1 4

1-gram 1 4 2 3

4 2-gram 1 3 2 4

1..2-gram 1 3 2 4

1-gram 1 4 2 3

5 2-gram 1 3 2 4

1..2-gram 1 3 2 4

Toplam 10 28 17 32

1-gram i¢in toplam 3 11 5 8

2-gram i¢in toplam 3 8 7 12

1..2-gram i¢in toplam 4 9 5 12

Cizelge 4.6’daki derecelendirme sonuglarinda toplam degeri en diisiik olan algoritma
en basarilidir. Bu deney verisetlerinde en basarili sonuglarin M-NB algoritmasi ile
elde edildigi gortilmiistir. BKO yaklasiminin M-NB ve DVM algoritmalarinin

performansina ciddi bir etkisi gozlenmemistir.

4.3.3 Icerik Kalitesi farkli deney verisetleri icin test sonuclar

Icerik kalitesi agisindan farkli olan 5 ve 6. deney verisetleri icin M-NB ve DVM
algoritmalarinda kelime vektorii se¢iminin ve BKO yaklasimmin kullanildig

siniflandirma sonuglarinin dogruluk ve f-degerleri Cizelge 4.7°de gosterilmektedir.

Cizelge 4.7 : Verisetindeki eksik 6zelliklerin, kelime n-gram 6zellik vektorii se¢imi
ve bilgi kazanim oraninin siniflandirma basarisina etkisi.

Veriseti | Ornek o . 1-gram 2-gram 1..2-gram
Ozellikleri | Sayisi Veriseti Algoritma
Dogruluk | F dlciimii | Dogruluk | F 6l¢iimii | Dogruluk | F él¢iimii
74,40% 76,84% 76,52%
i M-NB 5= 0,006 0,744 5= 0,004 0,762 5= 0,004 0,763
0, 0, 0,
icerikdi DVM 08.50% | oe3 | 229 | oeas | 2B02% | 75
Sar | 227 | s T
3 0 (0] , (] i ()
ec(iieilrdlil BKO+M-NB | "2 05 | 0740 | "Zoo0o | 0677 | gZpo10| ©713
' 68,92% 62,67% 64,96%
BKO+DVM | 0.499 0,678 5= 0,551 0,609 5=0319 0,634
77,07% 79,45% 78,72%
M-NB 5=0,009 0,770 5= 0,007 0,786 5= 0,008 0,778
i 0, 0, 0,
il DVM 7031% | 6oz | B5:36% | g9 | 6906% | g67n
icerikli 10241 6 c=0,789 c=0,761 o =0,531
sayfalar ! 76,79% 76,67% 77,90%
cikarilds, BKO+M-NB | 5007 %770 |5=0004| %752 |5=0,006| %78
69,79% 66,77% 72,04%
BKO+DVM | 7 0.865 0,688 o= 0,695 0,652 5=0931 0,711
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Cizelge 4.7 incelendiginde sayfa iceriklerinden elde edilen site baglik, meta agiklama
ve meta kelimeleri eksik olmayan sayfalarla ¢alisildiginda siniflandirma basarisinin
olumlu sekilde arttig1 goézlenmistir. Sayfa igeriklerinden alinan site baslik, meta
aciklama ve meta kelimelerin sayfalarin birbirinden ayirt edilmesinde olumlu etki

sagladiklar goriilmektedir.

Cizelge 4.7°deki test sonuglarina gére BKO yaklagiminin siniflandirma basarisina
katkis1 incelendiginde asagidaki sonuglar goriilmektedir. 5 ve 6. deney verisetlerinin
kelime vektorii se¢imine gore algoritmalarin dogruluk degerleri Sekil 4.5 ve Sekil

4.8’de gosterilmistir.

BKO yaklagiminin 5 ve 6. deney verisetlerinde kelime 1-gram i¢in dogruluk ve f-
degerlerine bakildiginda M-NB ve DVM algoritmalarinin performansma ciddi bir

etkisi olmadig1 gozlenmistir.

2-gram Ozellik vektorii i¢in BKO yaklasiminin eksik igerikli sayfalarin dahil oldugu
5. deney verisetinde M-NB algoritmasinin performansinda yaklagsik %9 oraninda
olumsuz etkisi goriiliirken eksik igeriklerin dahil edilmedigi 6. deney verisetinde de
yaklasik %3 oraninda olumsuz etkisi goriilmektedir. Ayn1 6zellik vektorii igin eksik
icerikli sayfalarin dahil oldugu verisetinde BKO yaklagiminin DVM algoritmasinin
performansinda yaklasik %3 oraninda olumsuz etki gosterirken eksik igerikli

sayfalarin dahil edilmedigi verisetinde %1 oraninda olumlu etkisi goriilmektedir.

1..2-gram o6zellik vektoriinde BKO yaklagiminin eksik icerige sahip olan sayfalarin
da bulundugu 5. deney verisetinde M-NB algoritmasinin performansina olumsuz etki
gosterirken, eksik igeriklerin dahil edilmedigi 6. deney verisetinde M-NB
algoritmasina ciddi bir katkis1 goriilmemistir. Ayn1 6zellik vektdriinde BKO
yaklagiminin eksik igerige sahip olan sayfalarin dahil edildigi verisetinde DVM
algoritmasimin performansina olumsuz etki gosterirken eksik igeriklerin dahil
edilmedigi verisetinde DVM algoritmasinin performansina %3 oraninda olumlu katki

sagladig1 gbzlenmistir.

Cizelge 4.7°deki test sonuglarina gore kelime n-gram Ozellik vektorii seg¢iminin

siiflandirma basgarisina etkisi incelendiginde asagidaki sonuglar goriilmektedir.

M-NB algoritmasmin 5 ve 6. deney verisetlerinde 1-gram o6zellik vektorii referans

alindiginda dogruluk ve f-degerlerine bakildiginda 2-gram 6zellik vektoriiniin
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yaklagik %2 oraninda olumlu etkisi gézlenmistir. M-NB algoritmasinin 5 ve 6. deney
verisetlerinde en yiiksek basarisinin 2-gram 6zellik vektoriinde elde edildigi
gorilmistir. BKO yaklasimli M-NB algoritmasinin 1-gram 6zellik vektoriinde daha

1yi sonuglar verdigi gézlenmistir.

DVM algoritmasinin 5 ve 6. deney verisetlerinde 2-gram ve 1.2-gram ozellik
vektorlerinin olumlu bir katki saglamadig1 goriilmektedir. DVM algoritmasinin ayni
deney verisetlerinde 1-gram o6zellik vektoriinde daha basarili sonuglar verdigi ve
BKO yaklagimli DVM algoritmasimin 1-gram ve 1.2-gram ozellik vektorii

se¢imlerinde daha iyi sonuglar verdigi goriilmektedir.

Uygulanan algoritmalarin 5 ve 6. deney verisetlerindeki sonuglarinin
derecelendirilmesi Cizelge 4.8’de gosterilmistir. Cizelge tizerinde en basarili

algoritma 1’den baglayarak derecelendirilmistir.

Cizelge 4.8 : 5 ve 6. deney verisetleri i¢in algoritma sonuglarinin derecelendirmesi.

Veriseti Ozellik Algoritmalar

Vektorii | M-NB | DVM | BKO+M-NB | BKO+DVM

1-gram 1 4 2 3

5 2-gram 1 3 2 4

1..2-gram 1 3 2 4

1-gram 1 3 2 4

6 2-gram 1 4 2 3

1..2-gram 1 4 2 3

Toplam 6 21 12 21

1-gram icin toplam 2 7 4 7

2-gram i¢in toplam 2 7 4 7

1..2-gram i¢in toplam 2 7 4 7

Cizelge 4.8’deki derecelendirme sonuglarinda toplam degeri en diisiik olan algoritma
en basarilidir. Bu deney verisetlerinde en basarili sonuglarin M-NB algoritmasi ile
elde edildigi goriilmektedir. BKO yaklasimmin M-NB ve DVM algoritmalarinin

performansina ciddi bir etkisi gézlenmemistir.

4.4 Tiim Verisetlerin Test Sonuclar:

Tim deney verisetlerinde M-NB ve DVM algoritmalar ile yapilan smiflandirmaya
kelime n-gram ozellik vektorii ve BKO yaklagiminin etkisi Cizelge 4.9’da

gosterilmistir.
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Cizelge 4.9 : Bilgi kazanim oran1 yaklasimi ve kelime n-gram 6zellik vektorii
secimlerinin tiim deney verisetleri igcin M-NB ve DVM algoritmalarina etkisi.

Veriseti Algoritma L 2-gram L ]
Dogruluk | F dl¢iimii | Dogruluk | F él¢iimii | Dogruluk | F él¢iimii

M-NB fig%; 0,902 32:%10‘:)/‘(’) 0,926 figz‘?") 0,921

. DVM 35:372%/‘1’ 0,849 fg-fg‘;{‘; 0,788 EE?ZZ‘; 0,830
BKO + M-NB 38%‘;@ 0,903 giﬁ%‘){g 0,913 jg-gf;’fg) 0,910

BKO + DVM 32242‘;/3 0,868 532‘55"1/‘; 0,851 53322‘)5/‘; 0,866

M-NB fig%‘;‘; 0,900 giﬁ%‘)o/g 0,924 ﬁg%‘;ﬁ 0,017

, DVM 55:%)88"0/; 0,847 Zizl;’z/‘; 0,781 fig‘m 0,821
BKO + M-NB fi-gi‘;gg 0,901 22350‘)2/‘; 0,002 fig%"{; 0,901

BKO + DVM 32336‘;/"1 0,900 22?%‘)6/3 0,910 jggg‘;{; 0,910

M-NB Zi%)%%/?@ 0,719 Zig%‘zﬁ 0,719 fig%‘:{; 0,663

; DVM fi(l)i‘;{‘; 0,673 57:‘(‘)26(2{3 0,676 5338309/; 0,684
BKO + M-NB zi(l)m 0,719 fiﬁt‘}f; 0,624 Zigz()‘:f; 0,721

BKO + DVM fi(l)ij/‘; 0,673 fif%‘zf(’) 0,559 fi%ﬁ’{‘; 0,678

M-NB 07‘:"(2)%‘:{2 0,743 Z‘igl(;{; 0,758 Ziﬁf’)ﬁ 0,760

. DVM ffg%‘;/g 0,676 fig%"g 0,644 Si%%‘;/‘; 0,678
BKO + M-NB Zig%%/‘s’ 0,739 fig%‘;ﬁ 0,674 SZS%Z‘; 0,690

BKO + DVM figiﬁ{‘; 0,676 figi"{‘; 0,616 fig‘m 0,642

M-NB Zig%‘g‘; 0,744 Zi%ﬁ)/?; 0,762 Zig%‘:ﬁ 0,763

i DVM figg‘;{; 0,673 53?58‘?; 0,645 53227"3/2 0,675
BKO + M-NB Zig%[’gg 0,740 fzg‘gg‘; 0,677 Zig‘(‘)"ﬁ’) 0,713

BKO + DVM Si?)i‘;/g 0,678 535752/‘; 0,609 5186301/; 0,634

M-NB ZZ%‘Z‘; 0,770 ZZ‘(‘J%"O/‘; 0,786 ZEZ%‘?; 0,778

. DVM T3 | ose | S | opae | 2090 | oer
BKO+M-NB | [O0% | o770 | 08¢ | aze2 | 1T | 0781
Bko+DVM | BT | oges | 07T | oes2 | 2000 | 071

Uygulanan algoritmalarin tiim deney verisetlerindeki sonuglarinin derecelendirilmesi

Cizelge 4.10°da gosterilmistir.

Tiim deney verisetlerinde en iyi sonuclarin M-NB algoritmas: ile elde edildigi
goriilmektedir. BKO yaklasimmin M-NB algoritmasinin performansina ciddi
derecede katki saglamazken DVM algoritmasina ¢ogunlukla olumlu yonde katki

sagladig1 gozlenmistir.
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Cizelge 4.10 : Tiim deney verisetleri i¢gin algoritma sonuglarinin derecelendirmesi.

Ozellik Algoritmalar
Vektorii D BKO+M-NB | BKO+DVM
1-gram 3
1 2-gram
1..2-gram
1-gram
2 2-gram
1..2-gram
1-gram
3 2-gram
1..2-gram
1-gram
4 2-gram
1..2-gram
1-gram
5 2-gram
1..2-gram
1-gram
6 2-gram
1..2-gram
Toplam
1-gram icin toplam
2-gram i¢in toplam
1..2-gram i¢cin toplam

Veriseti

<

WA WARAWA|IBRNNNINWW

Alrlw|lwlwlr|lw|lw|rlwvoslsaaaa<Z

w

()]
w

N
N

N
o

\IGLOBI—‘I—‘I—‘I—‘I—‘I—‘I—‘HI—‘I\JHI—‘I—‘I—‘OJI—‘I—‘I\J'Z
vs)

== w
RIRl©[RINN NN NN (NN P (W kP (w w(Fk (NN -

N
[ixe
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5. SONUC VE ONERILER

Metin siniflandirma islemlerinde kategori sayisi az oldugunda daha yiiksek dogruluk
oranlar1 gozlenmistir. Kategori sayisinin arttigi durumlarda dogruluk oranlarinda
diisme goriilmektedir. M-NB algoritmasinin kategori degisiminden az etkilendigi ve

yiiksek dogruluk oranlarina sahip oldugu gézlenmistir.

M-NB’nin, az smifli verisetlerindeki en yliksek dogruluk orani %92,61 iken ¢ok
sinifli verisetlerindeki en yiiksek dogruluk orani %79,45°tir. Her bir sinif i¢in kelime
agirliklart otomatik bir sekilde hesaplanmistir ve verisetlerine herhangi bir

miidahalede bulunulmamastir.

M-NB algoritmasinin performansina en iyi katkiyr kelime 2-gram 6zellik vektorii
seciminin sagladigr goriilmektedir. BKO yaklagimimin M-NB algoritmasina 6nemli

bir katki saglamadig goriilmiustiir.

DVM’de kelime n-gram 6zellik vektorii segiminin 6nemli bir etkisi gériilmediginden
1-gram kelime vektorii kullanilarak BKO yaklagiminin, algoritmanin performansina
daha fazla katki sagladigi goriilmiistiir. Ayrica BKO yaklagimi sinif sayisi az olan

deney verisetlerinde basariy1 artirmada daha fazla katki sagladigi gézlenmistir.

Sayfa icerikleriyle egitilen sisteme DMOZ editorlerinin  yaptig1 acgiklamalar
eklendiginde olumlu katki saglasa da anlamli bir fark ortaya ¢ikmamistir. Sayfa
basligi, meta anahtar kelime ve aciklamalari1 eksiksiz olan sayfalar ile galisildiginda
ornek sayis1 yar1 yartya azalsa da en yiikksek dogruluk oranina ulasildigi
goriilmektedir. Dolayisiyla iyi bir model olusturmak i¢in ¢ok sayida ornek yerine

igerik kalitesinin artirilmasi siniflandirma basarisini olumlu yonde etkilemektedir.

Cok sinifli metin siniflandirma islemlerinde ytliksek dogruluk oranlarina ulasabilmek
icin miimkiinse birbirine yakin kategoriler birlestirilerek kategori sayis1 azaltilabilir,
Ozellikle egitim i¢in kullanilan web sayfalarindaki meta bilgi ve basliklarin eksiksiz

olmasina dikkat edilebilir. Cok simifli metin simiflandirma islemlerinde M-NB
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algoritmasinin kullanilmasiyla performans, kullanim kolaylig1 ve zaman agisindan

avantaj saglanmaktadir.

Koke indirgeme islemi sirasinda karsilasilan hatali durumlarin 6nlenmesi igin metnin
anlamina da dikkat edilmesiyle en uygun kokiin bulunarak smiflandirma basarisinin
yiikseltilmesi ve hiyerarsik yapida bir derlem olusturulmasi ileride yapilmasi

diisiiniilen ¢alismalar arasindadir.
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EK A: Calismada kullanilan Tiirkge etkisiz kelimeler

acaba
altt
ama
ancak
artik
asla
aslinda
az

bana
bazen
bazi
bazilari
bazisi
belki
ben
beni
benim
bes
bile

bir
bir¢ogu
birgok
bir¢oklari
biri
birisi
birkag
birkag1
birsey
birseyi
biz
bize
bizi
bizim
boyle
boylece
bu
buna
bunda
bundan

bunu
bunun
burada
biitiin
¢ogu
¢oguna
cogunu
cok
clinkii
da
daha
de
degil
demek
diger
digeri
digerleri
diye
dokuz
dolay
dort
elbette
en
fakat
falan
felan
filan
gene
gibi
hala
hangi
hangisi
hani
hatta
hem
heniiz
hep
hepsi
hepsine

hepsini
her

her biri
herkes
herkese
herkesi

hig

hig¢ kimse
hicbiri
higbirine
hicbirini
i¢in
icinde
iki

ile

ise

iste

kag
kadar
kendi
kendine
kendini
ki

kim
kime
kimi
kimin
kimisi
madem
mi

mi

mu

mi

mil

nasil

ne

ne kadar
ne zaman
neden
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nedir
nerde
nerede
nereden
nereye
nesi
neyse
nigin
niye
on
ona
ondan
onlar
onlara
onlardan
onlarin
onlarin
onu
onun
orada
oysa
oysaki
Obiirii
on
once
otiirt
oyle
ragmen
sana
sekiz
sen
senden
seni
senin
siz
sizden
size
sizi
sizin

son
sonra
sayet
sey
seyden
seye
seyi
seyler
simdi
sOyle
su
suna
sunda
sundan
sunlar
sunu
sunun
tabi
tamam
tiim
timu
tig
uzere
var

ve
veya
veyahut
ya
yada
yani
yedi
yerine
yine
yoksa

zaten
zira



EK B: Calismada kullanilan WEKA siiriimii ve yapilan ayarlar

ALGORITMA CLASSIFIER FILTER

StringtoWordVector

wordsToKeep=10.000

M-NB NaiveBayesMultinomial tokenizer: NGramTokenizer

NGramMaxSize 1

NGramMinSize 1

StringtoWordVector

wordsToKeep=10.000

DVM SMO tokenizer: NGramTokenizer
NGramMaxSize 1
NGramMinSize 1

StringtoWordVector

NaiveBayesMultinomial wordsToKeep=10.000

BKO + M-NB tokenizer: NGramTokenizer

NGramMaxSize 1

evaluator: GainRatioAttributeEval

NGramMinSize 1

StringtoWordVector

SMO wordsToKeep=10.000

BKO + DVM tokenizer: NGramTokenizer

NGramMaxSize 1

evaluator: GainRatioAttributeEval

NGramMinSize 1

WEKA 3.8.1 siiriimii kullanilmistir. Ornegin 1-gram kelime vektorii igin NGramMinSize=1 ve

NGramMaxSize=1 segenekleri kullanilmistir.

57



OZGECMIS

KiSiSEL BiLGILER:
Ad-Soyad : Secil SEKERCI HUSEM
Dogum Yili ve Yeri 1985 - ANKARA
E-posta : secilsekerci@hotmail.com
IS DENEYIMI:

Aralik 2010 tarihinden itibaren Milli Egitim Bakanligia bagh Bilisim Teknolojileri Ogretmeni olarak gérev

yapmaktayim.
OGRENIM DURUMU:
Lisans : 2009, Gazi Universitesi, Endiistriyel Sanatlar Egitim Fakiiltesi,
Bilgisayar Ogretmenligi
Lisans : 2015, Namik Kemal Universitesi, Corlu Miihendislik Fakiiltesi,
(Miihendislik tamamlama) Bilgisayar Miihendisligi

58


mailto:secilsekerci@hotmail.com

