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ETIiK BILDIRIM

Bu tezin yazilmasinda bilimsel ahlak kurallarina uyuldugunu, baskalarinin
eserlerinden yararlanilmasi durumunda bilimsel normlara uygun olarak atifta
bulunuldugunu, kullanilan verilerde herhangi bir tahrifat yapilmadigini, tezin herhangi
bir kisminin bagli oldugum iiniversite veya bir bagka tiniversitedeki baska bir calisma

olarak sunulmadigini beyan ederim.

Nazif Kang



OZNITELIK SECIMI iCIN COKLU-EBEVEYN CAPRAZLAMA
OPERATORLERININ KARSILASTIRILMASI
Nazif Kang

OZET

Yapay zeka ve makine dgrenmesinde son yillarda saglanan gelismelerle elde
edilen biyiik veri kiimelerinin analizini daha hizli yapmak ve veri kiimelerinin
boyutunu azaltarak depolama problemlerine ¢oziim saglamak Oznitelik se¢iminin
onemi ortaya koymatadir. Oznitelik se¢imi ile tasarlanan modellerin basarismin
artirilmast  hedeflenmektedir. Veri kiimelerinde ilgisiz ve alakasiz bilgiler
bulunmaktadir. Veri kiimesinin boyutunu azaltmak ve giiriiltiiye neden olan verileri
cikarmak Oznitelik secimiyle miimkiin olmaktadir. Oznitelik segimi ile gerekli
olmayan verilerin ¢ikarilmasi modelin basarimim artirmaktadir. Ote yandan, genetik
algoritmalar Oznitelik se¢im problemlerine uygulanmis ve basarili sonuglar elde
edilmistir. Bu tezde genetik algoritma ile ¢ok ebeveynli ¢aprazlama operatorleri
kullanilarak veri kiimesindeki en Onemli Oznitelikleri secerek Oznitelik sayisini
azaltmak amaglanmaktadir. Tek bi¢imli ¢aprazlama, olusum tabanli ¢aprazlama,
uygunluk tabanli ¢aprazlama ve diyagonal ¢aprazlama, ¢ok ebeveynli gaprazlama
operatorleri arasinda yer alir. Genetik algoritmada bir aday ¢oziimii kodlamak igin
farkl1 gosterimlerde vardir, bu tezde Oznitelik se¢imi i¢in ikili g0Osterim
kullanilmaktadir. Bu ¢aprazlama operatorlerinin degerlendirmesi farkli sayida 6zellige
sahip ti¢ farkli veri kiimesi tlizerinde gergeklestirildi. Algoritmalarin istatistiksel
karsilagtirmalari i¢in One-way ANOVA ve Tukey HSD testleri %95 giiven
seviyesinde gergeklestirilmektedir. Deneyler iki asamada gerceklestirildi: (1) Bu
kisimda, her bir ¢ok ebeveynli ¢aprazlama operatorii i¢in ebeveyn sayisinin etkisini
arastiririz, (2) bu asamada ¢aprazlama operatorlerinin ilgili en iyi parametre degerleri

kullanilarak performanslar1 karsilastirilmistir. Sonuglar, 5 ebeveynli olusum tabanli



caprazlama operatoriiniin diger caprazlama operatorlerinden daha iyi performans

gosterdigini, ancak daha fazla 6znitelik sectigini ortaya koymaktadir.

Anahtar kelimerler; Genetik Algoritma, Oznitelik Secimi, Coklu-Ebeveyn,

Caprazlama, Smiflandirma



COMPARISON OF MULTI-PARENT CROSSOVER
OPERATORS FOR FEATURE SELECTION
Nazif Kang

ABSTRACT

With the developments in artificial intelligence and machine learning in recent
years, making the analysis of large data sets obtained faster and providing solutions to
storage problems by reducing the size of data sets reveal the importance of feature
selection. It is aimed to increase the success of the models designed with feature
selection. Datasets contain irrelevant and unrelated information. Reducing the size of
the dataset and removing the data that causes noise is possible by feature selection.
Removing unnecessary data with feature selection increases the performance of the
model. On the other hand, genetic algorithms are to feature selection problems and
successful results are obtained. In this thesis, it is aimed to reduce the number of
features by selecting the most important features in the data set by using genetic
algorithm and multi-parent crossover operators. Uniform crossover, occurrence-based
crossover, fitness-based crossover, and diagonal crossover are among the multi-parent
crossover operators.There are different representations to encode a candidate solution
in genetic algorithm, in this thesis binary representation is used for feature selection.
Evaluation of these crossover operators was performed on three different datasets with
different numbers of features. One-way ANOVA and Tukey HSD tests are performed
at 95% confidence level for statistical comparisons of algorithms. The experiments
were carried out in two stages: (1) In this section, we study on the effect of the number
of parents for each multi-parent crossover operator, (2) at this stage, the performances
of the crossover operators were compared using the best relevant parameter values.
The results reveals that the 5-parent occurrence-based crossover operator outperforms

other crossover operators, but selects more features.

Vi



Keywords; Genetic Algorithm, Feature Selection, Multi-Parent, Crossover,
Classification
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ONSOZ

Bu tez kapsaminda Oznitelik se¢imi igin genetik algoritma uygulanmasi
planlanmaktadir. Genetik algoritma i¢inde farkli c¢oklu-ebeveyn ¢aprazlama

operatorleri kullanilarak performanslarinin karsilastirilmasi amaglanmaktadir.

Yiiksek lisans tezimin basindan sonuna kadar bilgi ve tecriibelerinden
yararlandigim, karsilastigim tiim sorunlari yardim ve yonlendirmeleri ile kolayca
¢ozlip ¢aligmamin tamamlanmasini saglayan, g¢alismalarimda destek olan ve bu
aragtirmamin her bir asamasinda destegini esirgemeyen danigman hocam sayin Dr.
Ogr. Uyesi Berna Kiraz’a tesekkiir ederim. Yiiksek lisans ¢alismam siireci boyunca

benden maddi manevi desteklerini esirgemeyen aileme tesekkiir ederim.

Haziran/2022 Nazif Kang
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: Veri kiimesindeki toplam 6znitelik say1s1
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GIRIS

Genetik algoritma (GA) Darwin’in dogal se¢im ve evrim teorisi ilkelerine
dayanan bir arama ve optimizasyon yontemidir. Genetik algoritmalar doga olaylarini
ve biyolojik evrimi taklit eden algoritmalardir. Evrim siireci John Holland tarafindan
bilgisayar ortamina aktarilarak genetik algoritmalar olusturulmustur [1]. Goldberg ise
Genetik Algoritmalarin ¢esitli alanlarda kullanilabilecegini ifade etmistir [2]. Genetik
algoritmalar cesitli ¢Oziimler arasindaki en iyi ¢Oziimii bulmaya amaclayan
popiilasyon tabanli algoritmalardir. Genetik algoritmada aday ¢O6zlimiin nasil bir
gosterilime sahip olacagmin karar verilmesi gereken en onemli noktadir. Coziim
gosterimi belirlendikten sonra ilk popiilasyon genellikle rastgele olusturulur. Daha
sonrasina ebeveyn se¢me, ¢aprazlama ve mutasyon operatorleri kullanilarak ¢ocuk
popiilasyon olusturulur. Uretilen popiilasyondan bir sonraki nesle hangi bireylerin
gececegl kisim ise segme yontemlerine gore belirlenir. Cikis kosulu saglanincaya

kadar bu siire¢ devam eder.

Gergek diinyada elde edilen veri kiimelerinde alakasiz ve gereksiz bilgiler
bulunmaktadir. Veri kiimelerinden bu 06zelliklerin ¢ikarilmasi smiflandirma
dogrulugunu artirmaktadir. Veri kiimesinde ¢ok sayida 0Ozellik bulunmasi da
smiflandirmanin dogrulugunu olumsuz etkilemekte ve daha fazla hesaplama ve alan
gerektirmektedir. Veri kiimesinin boyutunu azaltmak ve giiriiltiiye neden olan verileri
cikarmak Oznitelik segimiyle miimkiin olmaktadir. Oznitelik secimi orijinal veri
kiimesini temsil edebilecek en iyi alt kiimenin se¢imi olarak tanimlanan bir 6n
islemdir. Bu iglem, ele alinan problem en yararli ve en 6nemli 6zellikleri secerek veri
kiimesindeki oznitelik sayisin1  azaltmayr amaglamaktadir. Oznitelik secimi

problemleri i¢in meta-sezgisel algoritmalar siklikla kullanilmaktadir [3], [4].

Bu tez c¢alismasi kapsaminda genetik algoritmayla oOznitelik se¢imi
gergeklestirilmistir. Genetik algoritma icinde tek bicimli ¢aprazlama (UC), olusum

tabanli c¢aprazlama (OBC), uygunluk temelli caprazlama (FBC) ve diyagonal



caprazlama (DC) operatorleriyle UCI veri kiimesinden elde edilen farkli veri kiimeleri
tizerinde 2, 3, 5 ve 10 olarak belirlenen ebeveyn degerleri ile 6znitelik se¢imi igin
testler yapildi ve elde edilen sonuglar dogrultusunda istatiksel analizler One-way
ANOVA ve Tukey HSD testleri %95 giiven seviyesinde gergeklestirildi. Sonuglar 5
ebeveynli ¢oklu-ebeveyn OBC operatoriinde daha iyi sonuglar elde edildigi fakat

karakteristigi nedeniyle 6znitelik sayis1 performansinin yeterli olmadigi gozlenmistir.

Bu tez ¢alismasinin sonraki béliimlerinin organizasyonu su sekildedir. Birinci
boliim temel kavramlar ve literatiir arastirmasi boliimiinden olugmakta olup genetik
algoritma ve temel kavramlari, ¢aprazlama operatorleri, 6znitelik se¢imi, denetimli
O0grenme, siniflandirma kavramlar1 ve literatiirdeki ¢aligmalar hakkinda bilgi
verilmistir. Ikinci boliim &znitelik se¢imi ve genetik algoritmadan olusmakta olup
kullanilan genetik algoritma ve uygunluk fonksiyonu hakkinda bilgi verilmistir.
Uciincii boliimde deneysel ¢alismalar yapilarak; veri setleri ve parametre atamalari,
performans metrigi, ebeveyn sayist se¢cimi ve Oznitelik sayis1 belirleme agamalari
hakkinda bilgi verilmistir. Dordiincii bolim olan bulgular ve tartigmada genetik
algoritma ile dort farkli ¢aprazlama operatorii ve li¢ veri kiimesi ile testler yapilmis
elde edilen sonuglar istatiksel olarak karsilastirilmistir. Sonu¢ béliimde c¢alismada
ulasilan sonuclar, karsilasilan zorluklar ve gelecekteki calismalar hakkinda bilgi

verilmistir.



BiRINCi BOLUM

1. TEMEL KAVRAMLAR VE LITERATUR ARASTIRMASI

Bu bolimde genetik algoritmanin tarihgesi, temel kavramlari, asamalari,
caprazlama operatorleri; Oznitelik secimi ve yOntemleri ile denetimli 6grenme ve

destek vektor makinalar1 hakkinda bilgi verilmistir.

1.1. GENETIK ALGORITMA

Genetik Algoritma kavrami 1970°1i yillarda John Holland tarafindan yapilan
calismalarda ortaya ¢ikmistir. John Holland biyolojik evrim siirecini taklit ederek
genetik algoritmalart olusturmustur [5]. Holland’in 6grencisi olan Goldberg’in 1989
yilinda ¢ikardig: kitapta ise genetik algoritmanin ¢esitli farkli konularda uygulandigi
goriilmektedir [2].Genetik algoritma dogal se¢im ilkeleri ve biyolojik evrim siirecini
taklit ederek karmagsik ve ¢oziilmesi zor olan problemlere optimal ¢6ziimii bulmay1
hedefler [6]. Genetik algoritmalar evrimsel hesaplamalarda zor ve karmasik geleneksel
problemlerin ¢oziimiinde kullanilmaktadir. GA ile bir baslangi¢ ¢6ziim kiimesinin
gelistirilerek  biyolojik evrim siireci sonunda en iyi kromozomu bulmay1
amaglamaktadir [7]. Baslangi¢ popiilasyonun rastgele olarak olusturulduktan sonra
secilen ebeveynlerden 1yi Ozellikler tasiyan yeni bireyler olusturulur ve zaman

ilerledik¢e ¢6ziimiin kalitesi de artmaktadir.

1.1.1. Genetik Algoritmanin Temel Kavramlari
Gen: Karakterle ilgili en kii¢iik anlaml1 bilgiyi tasiyan genetik birimdir. Bir gen
0 ve 1 gibi bir bit veya A, B, C gibi ¢esitli karakterlerle ifade edilen bir bilgi olabilir.

Kromozom (Birey, ¢oziim): Birden fazla genin bir araya gelerek olusturdugu
diziye denir. Bireyle ilgili kalitsal bilgileri icermektedir. Her kromozom kendisine ait

¢cozlime ait bilgileri temsil etmektedir.



Popiilasyon: =~ Kromozomlarla  olusturulan  topluluga  denilmektedir.
Popiilasyonun biiyiikliigli sabit veya kullanict tarafindan degistirilebilmektedir.
Popiilasyonun olusturan topluluk ¢ok kii¢iik oldugunda, genetik algoritmada yerel bir
optimuma takilma problemleri olabilmektedir. Popiilasyonu olusturan toplulugun ¢ok
biiylik olmast durumunda ise ¢6ziim elde etme zamani artarak ¢ozliime ulasmay1

zorlastirmaktadir [6].

1.1.2. Genetik Algoritmanin Asamalari
Genetik algoritma iireme, ¢aprazlama ve mutasyon gibi ii¢ temel agamadan
olusmaktadir [2]. Genetik algoritmalar ile uygun olmayan ¢oziimler elenerek her
nesilde daha iyi ¢oziimler elde edilir. Bu sayede baslangicta rastgele olarak alinan
¢oziimlerden performans olarak diisiik olanlarin yerleri daha iyi ¢o6ziimlerle

degistirilmektedir [8]. Sekil 1.1’de GA’nin akis diyagrami gosterilmektedir.

I —

Rastgele Uretilmis
( Bazla — Baslangic
_ _ Popiilasyonu
-
L 4 T
Urgunluk Degerini
— Mutasyon
A ‘ Caprazlama ‘
4 * Hayir T
“Durdurma Kriteri -

i veya N _ i
- Adim Sayisi 4’{ Secim (Gogalma) ‘

. Saflaniyor Mu?

", #

) l Evet

/ ™ En i}'i {(Optimal)
\\x _ _ / Cozum

Sekil 1.1 Genetik Algoritma Akig Diyagrama.



1.1.2.1. Baslangi¢ Popiilasyonunun Olusturulmasi.

Genetik algoritmanin birinci asamasinda ¢esitli bireylerden olusan bir
baslangi¢ popiilasyonu olusturulur. Bu tezdeki popiilasyondaki ¢oziimler ayni
boyutlara sahip bit dizileri ile gosterilmektedir. Popiilasyonun biiylikligii artikca
¢ozlime ulagsma zamani ve maliyette artmaktadir [9]. Popiilasyondaki her bir ¢6ziimiin
kodlar1 da kromozom olarak adlandirilmaktadir. Genetik algoritma uygulamalarinda
genelde kromozom yapist ikili bit dizisi ile olusturulmaktadir. Kromozomlardaki
genler olusturulurken rastgele olarak 0 veya 1 degerine ayarlanmaktadir. N adet
kromozomdan olusan bir  popiilasyon da kromozom gosterimi
[P1,P2,P3, ... .. ,PN]ile ifade edilir. Buradaki P degerleri 0 veya 1 bit ile
gosterilmektedir. N adet kromozomdan olusan popiilasyon yapist1 Sekil 1.2.°de

gosterilmektedir.
» Kromozom -
1 |12 ]ol ol 1] 1] 1] e | Py
P
0
N|lolo|1]1]o] 1] weereeeee | Py | -
l || 0
L
Gen | A
_ _ _ _ [s
Y
N-1[ 1 [ 1] 0] 1] 1] 0 | sscrssssesscanins | Py | / o
/ .
Nl1]lo]lo]l 1] 1] 1 || Py |

Sekil 1.2 N Tane Kromozomdan Olusan Popiilasyonun Yapisi.

1.1.2.1.1. Kodlama Yéntemleri
Kodlama ile popiilasyonu olusturan kromozomlarla ifade edilen ¢éziimlerin
nasil olusturulacag belirtilir. Problemlerin ¢esitlerine gore farkli kodlama yontemleri
kullanilmaktadir [2]. Genetik algoritmalar da en ¢ok kullanilan kodlama teknigi ikili
kodlamadur. Ikili kodlama ile her bir kromozom 0 ve 1’lerle olusturulan bit dizisi ile
temsil edilir. Deger kodlama ise kromozomlar reel sayilar ve karakterle ile

olusturulmaktadir. Permiitasyon kodlama ise daha ¢ok gezgin satic1 problemi gibi



siralama problemlerinde kullanilmaktadir. Sekil 1.3°de farkli kodlama tiirleri

goriilmektedir.

ikili Kodlama

KromozomA: |1 [0 [1 o [1 Jo |1 Jo o [1 |

KromozomB: |1 |1 Jo |1 [1 Jo [1 o |1 o |

Deger Kodlama

Kromozom A: | 4.15[3.10[444[535]6.74[412]3.75]5.12]235]|
Kmmc-zomE—:|E|M|L|T|C|Z|A|A|M|

Permiitasyon Kodlama
KromozomA: | 7 | 8 | 6 | 3 | 2] 4| 5] 1] 9]
Kromozom B: | 6 | 8

Sekil 1.3 Kodlama Tiirleri.

1.1.2.2. Uygunluk Degerinin Hesaplanmasi

Baslangi¢ popiilasyonu olusturulduktan sonra her kromozomun uygunluk
degeri hesaplanmalidir. Uygunluk fonksiyonu ile her bireyin dstiinlik degeri
hesaplanir. GA’da en 6nemli asamalardan biridir ve probleme 6zgii olarak uygunluk
fonksiyonu degismektedir. Coziimii aranan her problem i¢in bir uygunluk degeri
bulunmaktadir. Kromozomun kalite degeri uygunluk fonksiyonu ile hesaplanmaktadir
[10]. Bireyler uygunluk degerlerine gore algoritmanin ¢alisma Siireci boyunca bir
sonraki kusaga aktarilmaktadirlar [11]. Popiilasyon istenen ¢oziime ulasana kadar

uygunluk fonksiyonu ile degerlendirilir.

1.1.2.3. Se¢im (Cogalma-Yeniden Uretim) Islemi
Baslangi¢ popiilasyonu olusturulduktan sonra kromozomlarin uygunluk degeri
(1y1 ozellikler1) kullanilarak bir sonraki nesilde yer alacak bireylerin belirlenmesi i¢in
ebeveyn se¢imleri yapilmaktadir. Popiilasyonda yer alan her kromozom bir sonraki

nesilde yer almak ister, uygunluk degeri yliksek olan kromozomlarin yeni popiilasyona



aktarilma ihtimalleri daha yiiksektir. Darwin’in evrim teorisine gore en iyi bireyler
hayatta kalmaktadir. Uygunluk degeri yiiksek olanlarin siirekli olarak yeni kusaga
aktarilmasi genetik cesitliligin azalmasina neden olabilir. Diger yandan o6zellikleri
yeterli olmayan bireyler ise evrim siirecinin yavas ilerlemesine sebep olabilir [12].
Yeni kusaga aktarilacak ebeveynler belirlenirken rulet tekerlegi, siralama ve turnuva

secimi en ¢ok kullanilan se¢im yontemleridir.

1.1.2.3.1. Rulet Tekerlegi Secim Yontemi
Popiilasyonda her bireyin uygunluk degeri hesaplandiktan sonra toplanir. Her
bireyin uygunluk degerinin, toplam uyguluk degerine orani ile bireylerim secilme
olasilig1 hesaplanir. Bireyin se¢ilme olasiligi rulet tekerleginde bir dilim olarak temsil
edilir. Sonraki adim da ise rulet tekerlegi dondiiriilerek tekerlegin altindaki dilimde yer
alan birey ebeveyn olarak secilir [11]. Sekil 1.4°de rulet tekerlegi secilme olasilig
grafiginde goriildiigii tizere uygunluk degeri yiiksek olan birey rulet tekerleginde

yiizde olarak daha ¢ok alanda temsil edileceginden secilme olasilig1 artacaktir.

Segilme olasilig

m Kromozoml m Eromozom2 g Kromozom3

Kromozomd B KromozomS B Kromozomb

Sekil 1.4 Rulet Tekerlegi Secilme Olasilig1 Grafigi.

Bireyin rulet tekerlegi yonteminde secilme olasiligi asagidaki Denklem

1.1°deki formiile gore hesaplanmaktadir.



o SO
P@= 55 (1)

f(i)= Her bir birey i¢in hesaplanan uygunluk degeridir.
Z f(;)= Popiilasyonda yer alan tiim bireylerin uygunluk degerlerinin toplamidir.
P(i) = Bireylerin segilme olasiligi.

1.1.2.3.2. Swralama Secim Yontemi
Siralama se¢im yonteminde popiilasyonu olusturan bireyler uygunluk
degerlerine gore siralanmaktadir. Bireylere uygunluk degerlerine gore siraya konulur.
En koétii uygunluk degerine sahip olan bireye 1 degeri verilir. En yiiksek sira(rank)
degeri (Sn), en iyi uygunlugu sahip olan bireye verilir [13]. Siralama yapildiktan sonra
gore olasiliklar Denklem 1.2°deki formiile gore hesaplanir ve rassal olarak yeni

poplilasyonda yer alacak bireyin se¢imi yapilir.

.y rank(i)
P(l)_ Sn*(Sn-1) (12)

1.1.2.3.3. Turnuva Se¢cim Yontemi

Popiilasyon igerisinden rastgele n tane birey secilir. Secilen n tane birey
uygunluk degerlerine gore karsilastirilir. En 1iyi birey bir sonraki popiilasyonu
olusturmak i¢in ebeveyn olarak se¢ilmektedir. Problem maksimizasyon problemi ise
uygunluk degeri yiiksek olan birey secilir. Problem minimizasyon problemi ise
uygunluk degeri diisiik olan birey segilir [12]. Turnuva se¢im yonteminde turnuvaya
girecek bireylerin uygunluk degerleri diisiikte olabilir. Turnuva secimi ile bireylerin
aralarindan daha iyi olan1 bir sonraki kusaga aktarilmaktadir. Turnuva secimini
kazanan bireyler ¢aprazlama asamasina katilirlar. Bu sayede popiilasyondaki ¢esitlilik

saglanabilmektedir.

1.1.2.3.4. Elitizm Yéontemi
Uygunluk degerinin en yiiksek oldugu bireyin bir sonraki popiilasyonda yer
almasi saglanarak genetik algoritmanin performansi artirilmaktadir. Caprazlama ve
mutasyon asamalar1 uygulandiktan sonra popiilasyonda yer alan en iyi bireyler yok

edilebilir [14]. Uygunluk degeri yiiksek olan birey veya bireyler yeni olusturulacak



popiilasyona dahil edilerek durdurma kriterine ulasincaya kadar popiilasyonun

tyilestirilmesine katki saglanir.

1.1.2.4. Standart Caprazlama Operatorleri
Iki veya daha fazla ebeveynin kromozomlarinin yerleri degistirilerek uygunluk
degeri yiiksek olan yeni bir kromozom elde etme islemidir [7]. Caprazlama islemleri

ic adimda gerceklesmektedir [9].
e Adim 1: Caprazlama islemi i¢in ebeveynler se¢ilir.
e Adim 2: Segilen kromozomlar igerisinde rastgele capraz noktalar belirlenir.

e Admm 3: Capraz noktalar1 takiben genler yer degistirilerek yeni

kromozomlar elde edilir.

Caprazlama igleminin yapilip yapilamayacagi ¢aprazlama oranina (Pc) bagl
olarak degismektedir. Caprazlama orani genellikle [0.6, 1] araliginda bir degerle temsil
edilmektedir, 0 ve 1 arasindan rassal olarak segilen deger Pc oranindan kii¢iik
oldugunda ebeveynler arasinda ¢aprazlama islemi gerceklestirilir. Rassal deger Pc

oranindan biiyilik oldugunda ise ¢aprazlama islemi gerceklestirilmeyecektir.

1.1.2.4.1. Tek Noktali Caprazlama
Caprazlama islemi olarak dncelikle ebeveyn ¢ifti se¢imi yapilir. Rastgele bir
caprazlama noktasi belirlendikten sonra bu noktadan dnceki gen bilgileri ebeveyn
1’den alinir, belirlenen noktadan sonraki kisim ise ebeveyn 2’den alinarak bir sonraki
kusaga aktirilacak birey olusturulur [15]. Sekil 1.5’de basit bir tek noktali ¢gaprazlama

Ornegi goriilmektedir.

| Caprazlama Noktasi |
)

Ebeveynl | 1 [ 1 [ 1 JoJ 1]l o[1]o]1]1]
Ebeveyn2 | 1 O 0o [ 11 o[1]1]1]o]
Cocukl [ 1 [ 1 [ 1JoJ1Jo]1]1]1]o0]
Cocuk2 [ 1 JoJoJ1J1Jo]t1tJo]1]1]

Sekil 1.5 Tek Noktali Caprazlama ile Iki Ebeveynden Olusturulan iki Cocuk.



1.1.2.4.2. Cok Nokta Caprazlama
Secilen ebeveyn ciftinden ¢ocuklari liretirken, ¢caprazlama noktasi birden fazla
secilir. ki ebeveyn i¢in ¢aprazlama ve genleri ayirma noktalar1 rasgele olarak
secgilmektedir [16]. Sekil 1.6’da birden fazla ¢aprazlama noktasi se¢imi sonucunda

meydana gelen yavrular goriillmektedir.

Caprazlama Moktalan

Ebeveynl | 1 [ 1 [ 1] o1 [o]1]o]1]1]
Ebeveyn2 | 1| 0| o] 21 |1 [o]1]1]1] 0]

Cocukl | 1|1 111 ]Jo]l1]o]1]1]
Gou2z | 1]o0JoJoJr]ofJ1fi1]1]o]

Sekil 1.6 Cok Nokta Caprazlama ile Olusturulan Cocuklar.

1.1.2.5. Coklu-Ebeveyn Caprazlama Operatorleri
Canlilar dogada nesillerini devam ettirmek igin iirerler. Ureme ise canlilarda
aseksiiel (bir ebeveyn) ve bisekstiel (iki ebeveyn) olmak iizere iki ¢esittir [17]. GA’da
niifus cesitliligini artirmak i¢in ¢aprazlama isleminde iki veya ikiden daha fazla sayida
ebeveyn kullanarak yavrular iretilebilir. Bu g¢alismada kullanilacak caprazlama
operatorleri; Tek bicimli (Bir Ornek) caprazlama, olusum temelli caprazlama,

uygunluk temelli ¢caprazlama ve diyagonal ¢aprazlama olarak belirlenmistir.

1.1.2.5.1. Tek Bigimli (Bir Ornek) Caprazlama
Tek bicimli ¢aprazlamada (Ing.: Uniform Crossover) genler ebeveynlerden
rastgele alinacak sekilde kopyalanarak cocuk bireyler olusturulmaktadir [18]. Tek
bicimli caprazlama isleminde iki tane ebeveyn seg¢ilir. Ebeveynlerden esit olarak
secilecek genlerden iki tane ¢ocuk meydana getirilir. Cocuktaki her gen rastgele
olarak ebeveynlerden secilir. Rastgele 0 ve 1 arasinda bir say1 lretilir. Rastgele say1
degeri 1 ise ¢ocugun geni ebeveyn 1’den alinacak, 0 ise gocugun geni ebeveyn 2’den

aliacaktir [16]. Bu islem kromozomun uzunlugu boyunca tekrar edilecektir. Sekil
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1.7°de tek bicimli ¢aprazlama ile ebeveynlerden segilen genlerle ¢ocuk olusumu
goriilmektedir. Coklu ebeveyn uygulamasinda olusturulacak yeni bireyin, her bir geni

ebeveynlerden rastgele olarak se¢ilerek genetik cesitlilik saglanmaktadir.

Ebeveynl —|> ]-| 1 | 1 | 0 | 0 | 0 | 1 | 0 | 1 |
Ebeveyn2 ol 1] ool 1] 1] o] 1] 1]
Rastgele iiretilen 0-1 sayis1 —|— 1 | 0 | 1 | 1 |

=
|
|
A
-

Cocuk 1 11 1r]Jo 1o ][1]1]

Sekil 1.7 Tek Bigimli Caprazlama.

1.1.2.5.2. Olusum Tabanl Caprazlama

Olusum tabanli caprazlama (Ing: Occurrence Based Crossover) ile uygunluk
degerlerine gore segilen ebeveynlerden segilecek genlerin belirli bir konumda en ¢ok
ortaya ¢ikan degerinin segilebilecek en iyi deger oldugu belirtmektedir. Sekil 1.8°de
ebeveynlerin birinci genlerine bakildiginda 1’lerin sayisinin 0’lardan daha fazla
oldugu gorilmektedir, bu durumda ¢ogunluk 1 oldugu icin ebeveynlerden elde
edilecek bireyin birinci geninin degeri 1 olacaktir. Bireyin biitiin genlerinin degeri
belirlenene kadar bu islem tekrar edecektir. Sekil 1.8’de goriildiigii iizere, segilen
konumda ¢ogunluk bir deger yoksa yani 0 ve 1’lerin sayis1 esitse secilecek gen, ya

ebeveynl’den alinir ya da ebeveynler arasindan rastgele segilir [18].

Ebeveynl | 0 [ 1 [ 0|1 |1 ] oo 1]0]1]

Ebex‘e3—’n2|l|l|l|{]|l|{]|l|

Ebex‘e3—’n3|l|'D|'D|l|l|'D|l|

Ebeveynd | 1| 0o |1 o] 1]o|1]|1]o0]
Gowk | T]1]OfJ1]1]ofoJofi1]o]

Sekil 1.8 Olusum Tabanli Caprazlama Gen Segimi.
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1.1.2.5.3. Uygunluk Temelli Caprazlama
Uygunluk temelli ¢aprazlama (Ing: Fitness Based Crossover) da turnuva
asamas1 sonucunda belirlenen ebeveynlerden hangi kromozomun alinacagina karar
verilirken rulet tekerlek se¢imi kullanilmaktadir. Rulet tekerlek se¢imi yontemi ile
popiilasyondaki tiim bireylerin uygunluk degerleri toplanir ve her bireyin se¢ilme
olasiligi, uygunluk degerinin bu toplam degere orani kadardir [18]. Rulet tekerleginde
secilen ebeveynden ilgili gen alinarak birey olusturulmaktadir. Bu islem bireyin tiim

genleri secilene kadar devam etmektedir.

1.1.2.5.4. Diyagonal Caprazlama
Diyagonal ¢aprazlama (Ing: Diagonal Crossover) yontemi ise ¢ok ebeveynli
lireme i¢in bir veya birden fazla ¢aprazlama noktalarini kullanarak n tane ebeveyn i¢in
n tane ¢ocuk birey olusturur. Sekil 1.9°da ¢aprazlama noktalar1 olarak n-1 tane nokta
secilir. N-1 tane ¢aprazlama noktasi ebeveyni n tane pargaya ayirir. Olusturulan her
cocuk ebeveynlerin farkli pargalarini icerdiginden popiilasyonda cesitlige sebep

olmaktadir [19].

Ebeveynl [ | [ |

Ebeveyn2 | I | | Ebeveynl | | | ]

Childl | | -
cniez | | |

Child! |

Sekil 1.9 Diyagonal Caprazlama ile U¢ Ebeveyn ve Ug Cocuk (Solda) ve Ug
Ebeveyn ve Bir Cocuk Sagda [19].

1.1.2.6. Mutasyon
Caprazlama asamasindan sonra yeni olusturulan yavrularin genleri atalarina
benzeyebilmektedir. Bu durum c¢esitliligin azalmasina neden olmaktadir. Bireyler
birbirlerine benzedikleri i¢in genetik algoritma problemin ¢oziimiinde yerel en iyiye

takilarak ¢Ozlimiin kisitlanmasina sebep olmaktadir. Mutasyon islemi ile iiretilen
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yavrularin genlerinde rastgele degisimler yapilarak popiilasyon i¢inde ¢esitlilik
saglanmaktadir. Problemin tanimlandig1 asamada [0, 1] araliginda mutasyon orani
(Pm) belirlenir. Bireydeki her gen igin rastgele 0 ve 1 arasinda bir mutasyon olasilik
degeri verilir. Pm degerinden biiyiik olasiliga sahip olan bireyler mutasyon islemine
tutulmazlar. Pm degerinden daha kiiciik olasiliga sahip olan bireyler ise mutasyon
islemi ile degisime ugrarlar. ikili kodlama ydntemi ile olusturulan kromozomlarda
bulunan degeri 0 olan genin yeni degeri 1, degeri 1 olan genin yeni degeri ise 0 olarak
degistirilerek mutasyon islemi gergeklestirilir [6]. Bu sayede popiilasyon igerisinde
genetik cesitlilik saglanir. Mutasyon islemi sonucunda kromozomun genlerinin degeri
0 ise en az bir genin degerinin 1 olmasi saglanir. Caprazlama yontemlerinde oldugu
gibi, problemin ¢esidine gére mutasyon yontemleri degismektedir [20]. Sekil 1.10°da

mutasyon yontemleri ile ilgili 6rneklerin agiklamasi gosterilmistir.

e Tek gen degisimi: Pm olasiligina gore rastgele secilen bir gendeki bit ters

cevrilir.

e Gen dizisi degisimi: Pm olasiligina gére kromozomdaki tiim genler bit bit

ters cevrilir.

e Karsilikli degisim: Pm olasiligima gére kromozomda rastgele secilen iki

genin yerleri degistirilir.

Tek Gen Degisimi
[ o[ 1 o] 1|

(=
(=
(=

Gen Dizisi Degisimi

o[ 1] o] 1

] |
| S S |
0] 1ol 1]o]

O || =
o=

1 1

Karsihkl Degisimi

ot

[(1Tifo[1[o]1]

Sekil 1.10 Mutasyon Yéntemleri Ornek Uygulamalar.

13



1.2. OZNITELIK SECiMi

Oznitelik secimi, genetik algoritmada verilerin analizinde ve islenmesinde
Onemli asamalardan biridir. Veri kiimelerinde eksik ve hatal1 veriler olabilmektedir.
Veri kiimesi igerisinde yer alan alakasiz ve ilgisiz veriler normalizasyon yapilmadan
kullanilirsa analizlerde yaniltict sonuglar elde edilebilmektedir. Oznitelik segimi
(Diger adiyla 6zellik se¢imi) ile problemin ¢oziimii ile ilgisi olmayan degiskenleri
azaltarak en faydali verilerin secilmesi ile birlikte hesaplama maliyetinin
azaltilmasiyla ¢dziimiin dogrulunun artirilmasi hedeflenmektedir. Oznitelik secimi ile
veri kiimesi igerisindeki degerlendirme kriterlerine uygun olan n adet veri igerisinde

yer alan 6zelliklerden, en iyi k adet 6zelligi segerek alt kiime olusturmaktir [21].

1.2.1. Oznitelik Se¢cimi Asamalar1

Oznitelik secimiyle problemin ¢dziimiinden kullanilacak veri kiimesi
icerisinden daha kiiciik boyutlarda bir 6zellikler alt kiimesi olusturulmaktadir. Alt
kiime icerisinde yer alan Ozellikler, probleme 6zgii degerlendirme kriterlerine gore
belirlenen asamalardan gegirilerek, hangi 6zelligin secilip secilmeyecegine karar
verilerek secilen dzellikler belirlenen alt kiimeye dahil edilmektedir [22]. Oznitelik
secimi agamalari ile ilgisiz ve gerekli olmayan verilerden arindirilmis olarak segilen
alt kiimeler ile veri kiimesi icerisindeki giirtiltiiler azaltilir ve veri kalitesi artirilarak

kullanilacak olan algoritmanin basar1 orani arttirilir.

1.2.2. Oznitelik Secim Yontemleri
Oznitelik segiminde kullanilacak olan yéntemler, filtreleme yontemleri sarmal

yontemler ve gdmiilii yontemler olarak 3 kategoriye ayrilabilir.

1.2.2.1. Filtreleme Yontemleri
Filtreleme yontemlerinde, bir Ogrenme algoritmasi kullanilmadan once
istatiksel olarak belirlenen olgiilere bagli olarak 6zellik se¢im islemi yapilmaktadir
[22]. Veri kiimesi igerinde yer alan ozellikler, siniflandirmanin dogru yapilabilmesi
icin degerlendirme kriterlerine uygun olarak belirlenen bireysel skorlar hesaplanarak,
en yiiksek skor degerlerine sahip olan 6zelliklerin segilmesiyle, en iyi 6zelliklerden

olusan alt kiime olusturulur.
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1.2.2.2. Sarmal Yontemler

Sarmal Yontemler ile 6zellik se¢imi siiflandirma algoritmasina bagl olarak
dgrenme algoritmalar1 ile en iyi tahmin ydntemiyle gergeklestirilmektedir. Oznitelik
secimi islemi, veri kiimesi icerindeki Oznitelikler en iyi tahminlime yapilarak alt
kiimede istenen sayida 6znitelige ulasilan kadar devam edilir [23]. iki ¢esit sarmal alt
kiime olusturma yaklasimi vardir. ileri yonlii arama: Arama islemine bos bir 6znitelik
kiimesi ile baglanir her agsamada en iyi olan 6zellik alt kiimeye eklenir, karar verilen
durdurma kriteri saglanincaya kadar alt kiimeye Oznitelik ekleme islemine devam
edilir. Geri yonlii arama; En iyi 6znitelik alt kiimesi bulunana kadar arama islemine
biitiin Oznitelikleri iceren alt kiimeyle baslanir ve belirlenen durdurma kriteri
saglanana kadar her asamada en kotii 6znitelik alt kiimeden ¢ikartilmaktadir. Sarmal
yontemlerle en iyi 6zelliklerin se¢iminde filtreleme yontemlerine gore daha basarili
sonuclar alinmaktadir fakat bliylik veri i¢eren kiimelerde hesaplama maliyeti daha

yiiksek olmaktadir [22].

1.2.2.3. Gémiilii Yontemler
GOmiilii yontemlerde 6znitelik se¢imi icin alt kiime belirlemede siniflandirma
algoritmasi ile 6zellik secimi algoritmasi birlikte caligmaktadir. Siniflandirma ve
Oznitelik se¢cimi es zamanli yapildig1 i¢cin hesaplama maliyeti filtreleme yontemlerine
gore dezavantajlidir. Gomiilii yontemler, sarmal yontemlerde alt kiimeleri yeniden
siiflandirmak igin harcanan hesaplama zamanin1 azaltmak istemektedir[24]. Karar
Agaclart ve Destek Vektér Makinalari hem siniflandirma hem de 6zellik se¢im

isleminde kullanilmaktadir.

1.3. DENETIMLI OGRENME
Makine 0grenmesi uygulamalarinda giris ve ¢ikis verilerinde iliski bulunan
yontemlerden birisi de denetimli 6grenme yontemidir. Denetimli 6grenme yonteminde
kullanilan veri kiimesi icerisinde yer alan verilerin etiketli veri olmas1 gerekmektedir.
Ornegin 6grenci bilgilerinin yer aldigi bir veri kiimesinde, dgrencilerin yaslari,
cinsiyetleri ve basar1 oranlar1 gibi bilgilerin bulundugu veri kiimeleri, etiketli veri
kiimeleridir. Tasarlanan sistemi egitmek i¢in kullanilan etiketli verilerin ¢ogunlugu

sistemi egitirken, geriye kalan veriler sistemi test etmek i¢in kullanilmaktadir. Sistemi
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egitmek icin kullanilan verilerle, egitim islemi sonucunda ortaya c¢ikan degerlerin
gercekten istenilen degerler olup olmadigini denetleyen veya tahmin eden modele

denetimli 6grenme modeli denilmektedir [25].

Siniflandirma algoritmalariyla veri kiimesi igerisinde yer alan sinifi belli
olmayan test verilerini, 6nceden belirlenen etiketlere uygun olarak belirlenen cesitli
smiflara veriyi ayirma iglemidir. Siiflandirma uygulamalarinda denetimli 6grenme
modelinden yararlanilmaktadir. Literatiirde en ¢ok kullanilan denetimli siniflandirma
yontemlerinden bazilari; Karar Agaci, Naive Bayes, K-En Yakm Komsu (Ing.: K-
Nearest Neighbors, KNN) ve Destek Vektor Makinalaridir. Bu tezde Destek Vektor
Makinalar1 (DVM) verileri, ¢esitli vektorler yardimiyla siniflara ayirmak igin

kullanilan denetimli siniflandirma yontemlerinden birisi olarak tercih edilmektedir.

1.3.1. Destek Vektor Makinalari

DVM’ler smiflandirma veya regresyon problemlerinin ¢ézliimiinde kullanilan
denetimli bir makine 6grenme algoritmasidir. DVM, algoritmasi Vapnik tarafindan
gelistirilmistir [26]. Birden ¢ok etiketten olusan veri kiimelerinde siniflandirma DVM
ile vektorler yardimiyla gerceklesmektedir. DVM algoritmasi kullanilarak dogrusal
veya dogrusal olmayan siniflandirma islemleri yapilabilmektedir. DVM’ler ile ilk
baglarda ikili veri kiimeleri dogrusal vektorlerin kullanilmasiyla siniflara ayrilirken,
ote yandan cekirdek fonksiyonlarmin kullanilmaya baslanmasiyla birlikte dogrusal
olmayan birgok karmasik ve i¢ ice gegen sinifin , siniflandirma islemleri de yapilmaya

basglanmistir [25].

Sekil 1.11°de goriildiigi tizere DVM iki simifl siniflandirmada, egitim verileri
kullanilarak destek vektorlerinin {izerinde yer aldig: karar sinirlilar arasinda ki en iyi
bosluk (Ing.: Margin) bulunarak hiper diizlem ¢izilir. Smiflar1 birbirinden ayirmak i¢in
her iki sinifa ait karar sinirlarina esit mesafede olan hiper diizlem ¢izgisi ¢izilmelidir
[27]. Destek vektorleri igerisinde bulundugu smifin karar smir ¢izgilerini belirler.
Destek noktalarinda yer alan degerler degisirse karar siirlar1 da degisecektir. Karar
sinirlart arasinda yer alan bosluk miimkiin olan en iyi deger olmalidir. Bu sayede

smiflandirma icin gelen test verileri ve yeni gelen veriler en uygun sinifa
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yerlestirilecektir. Veri kiimesine yeni degerler eklenirse ¢izilen karar sinirlar1 ve hiper

diizlem dogrularinin konumu degisecektir.

1 =i . \}mﬁmarasmdaki bosluk
* A / - Hiper dizlem

Karar sinir diizlemleri

+1 sinifi

Destek vektorleri

A\

Sekil 1.11 Iki Sinifli Dogrusal Olarak Ayrilabilen Destek Vektdr Makinasi.

Tasarlanan modelde karar sinirlar1 arasinda ki alana gelen aykir1 degerler
olabilmektedir. Dogrusal smiflandirmada bu durumda sistemin varyansi
yukselmektedir. Varyans degeri tahmin edilen verilerin, egitim verileri etrafinda
yerlestikleri alanlarin dagilimi hakkinda bilgi vermektedir [25]. Varyans degerinin
yiiksek olmasi durumunda tasarlanan model 6grenmek yerine ezberlemeye (Asiri

ogrenme, ing.: Overfitting) calisacaktir.

Egitim orneklerini dogru bir sekilde siniflandirmak i¢in karar sinirlar1 arasinda
yer alan boslugun kontrol edilerek hata oranini azaltmak ve esneklik saglayabilmek
icin C parametresi kullanilmaktadir. C parametresi ile karar sinirlar1 arasindaki bosluk
artirtlip azaltilmaktadir. C parametresinin degeri arttikca karar sinirlari arasindaki
bosluk azaltilmaktadir. Sekil 1.12(d)’da € degerinin biiylik se¢ilmesi durumunda
esneklik azalacaktir ve siniflandirmada kati1 bir tutum sergilenecektir. € degerinin
kiigiik belirlenmesi durumunda Sekil 1.12(a)’da goriildiigii lizere esneme pay1 biiyiik
olacaktir. Tasarlanan modelde asir1 Ogrenme gerceklesirse € parametresinin

azaltilmas1 gerekmektedir.
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(c) (d)

Sekil 1.12 C Parametresi Degerine Gore Esneme Paylar1 [25].

DVM algoritmasi ile dogrusal olan smiflandirma amag verileri ayiracak
dogrular icerisinden karar sinirlar1 arasindaki mesafeyi maksimum olacak sekilde
tespit ederek miimkiin olan en iyi ayirma hiper diizlem dogrusunu bulmaktir. DVM ile
Sekil 1.13’de gortildiigii gibi bir dogru ¢izilerek ayristirilamayan veri setlerini bagka
yontemlerle ayirmak gerekmektedir. Birbiri igerisine giren siniflart ayirmak igin

ticiincii bir boyut eklenerek siniflar birbirlerinden ayrilmaktadir.
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Sekil 1.13 Dogrusal Olarak Ayrilamayan Destek Vektor Makinasi.

Veri kiimesindeki veriler dogrusal diizlemlerle birbirinden ayrilamayan veriler
iceriyorsa c¢ekirdek kavrami kullanilmaktadir. Cekirdek, kendisine verilen giris
verilerini alarak siniflar1 birbirinden ayiran boyutu ekleme islemi gerceklestirir.
Cekirdek kullanarak bir boyutta ayiramadigimiz verileri farkli boyutlara tasiyarak
cozlimler getirilebilmektedir. Hiper diizlem dogrusu ile ayrilamayan veri setleri Sekil
1.14’de goriildiigli tizere simiflarin boyutunun arttirilmasi ile birbirlerinden
ayrilmaktadirlar. Cekirdek fonksiyonu ile DVM’ler farkli bir¢ok uygulama tarafindan
siniflandirma probleminin ¢oziimiinde tercih edilmektedirler. Literatiirde kullanilan

cekirdek fonksiyonlarinin bazilari sunlardir;
e Dogrusal,
e Polinom,

e Radyal Tabanh
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Sekil 1.14 Boyut Artirma ile Siniflar1 Birbirinden Ayirma.

1.3.1.1. Dogrusal Cekirdek Fonksiyonu
Dogrusal olarak siniflandirma yapilacak modellerde, tercih edilen ¢ekirdek
tiiriidiir. Iki farkli smifi diizlemlerle birbirinden ayirmak icin miimkiin olan en iyi karar
siirlarint bularak, smiflar1 birbirinden ayirmaktadir. Bir baska deyisle verileri
birbirinden ayirmak i¢in ¢izilen bircok dogru arasindan en iyi dogruyu bularak

siniflandirma islemi gerceklestirilmektedir.

1.3.1.2. Polinom Cekirdek Fonksiyonu

Iki boyutlu bir diizlemde siniflandirmanm bir dogru ile yapilamadigi
durumlarda siniflandirma islemini polinom ¢ekirdek fonksiyonu ile gerceklestiririz.
Polinom ¢ekirdek fonksiyonu ile iki boyutta siniflandirma yapamadigimiz i¢in {i¢iincii
boyut eklenerek verileri smiflar1 ayirmak igin diizlem kullanilmaktadir. Sekil
1.15(a)’da wveriler iki boyutlu uzayda goziikmektedir, Sekil 1.15(b)’de veriler ii¢
boyutlu uzayda goziikmektedir, Sekil 1.15(c)’ ili¢ boyutlu uzayda karar sinir1 igin
olusturulan diizlem goziikmektedir ve Sekil 1.15(d) ise karar sinirinin uzayda

izdligiimii gosterilmektedir.
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Sekil 1.15 Polinom Cekirdek Fonksiyonu ile Boyut Artirma [28].

1.3.1.1. Gauss Radyal Tabanli Cekirdek Fonksiyonu

Veriler dogrusal olarak iki boyutlu diizlemde siniflandirilmadigi zaman Gauss
radyal tabanli c¢ekirdek fonksiyonu kullanilarak siniflandirma islemi daha yiiksek
boyutlu uzayda gergeklestirilir [29]. Gauss radyal tabanli ¢ekirdek fonksiyonunda
gamma parametresi kullanilarak siniflandirma diizleminde yer alan noktalarin belirli
noktalara ne kadar benzedigi normal dagilim ile bulunmaktadir. Ayarlanabilir gamma
degeri ile normal dagilim arasinda ters orant1 bulunmaktadir. Gamma degeri yiiksek
olursa cekirdegin genisligi bliylik olur ve veriler uzayda diiz bir hiper diizleme
yerlesirler. Bu sebeple tasarlanan model dogrusal davranmaya baglar ve hatal
siniflandirmalar yapilabilir. Gamma degerinin kiiclik olmas1 karar smirlarim
keskinlestirir, destek vektorlerini, egitim ve test hatalarinin sayisi artirir [28]. Gamma
degeri ¢ok kiiciik olursa ¢ekirdegin genisligi azalir ve model kiigiik bir veri kiimesine

odaklanilir. Bu nedenle modelde asir1 uyum sorunlar1 ve yiiksek varyans olusur.
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1.4. LITERATUR CALISMALARI
Literatiirde Oznitelik se¢imi icin genetik algoritmanin kullanilmasiyla ilgili
bircok farkli calisma bulunmaktadir. Farkli uygulama alanlarinda, farkli veri
kiimelerinden oOznitelik se¢imi i¢in genetik algoritmalarla ¢alismalar yapilmuistir.

Asagida yapilan bazi ¢alismalar hakkinda bilgi verilmistir.

2014 yilinda yapilan [30] calismada ilgili siniflandiricinin performansini
arttirmak i¢in GA tabanli 6zellik secimi kullanilmistir. Bu calismada Flavia goriintii
veri kiimesinden yiiz adet 6zellik elde edilmistir. Calismada bu 6zellikleri elde etmek
icin k-NN tabanli siniflandirma hata orani ile yeni bir uygunluk fonksiyonu kullanan
GA tabanl Oznitelik segici gelistirilmistir. Calisma elde edilen sonuglar WEKA
yaziliminda ¢esitli Oznitelik secicilerle karsilastirllmistir. Calismada smiflandirict

dogrulugu agisindan WEKA 6zellik se¢icilerden daha iyi sonuglar elde edilmistir.

2016 yilinda yapilan ¢alismada [31] ¢ok sayida ebeveynin GA performansina
etkisini incelemek igin ikili kodlanmis ¢ok-ebeveynli GA 6nerilmis ve geleneksel iki
ebeveynli GA ile karsilastirma yapilmistir. Calismada c¢aprazlama operatorii olarak,
cok sayida ebeveynden yeni yavrular elde etmek igin diyagonal ¢aprazlama
kullanilmistir. Yapilan calisma sonucunda ¢ok sayida ebeveynin 6nemli bir artig

olmaksizin daha hizli yakinsadigin1 gostermektedir.

2019 yilinda yapilan ¢alismada [32] c¢ocuklarda ve ergenlerde depresyon
teshisine yardimer olmak i¢in smiflandiricilarin performansini artirmak ve en alakali
Oznitelikleri segmek i¢in genetik algoritmalari kullanilmistir. Bu ¢alismada elde edilen
sonuclarda en ¢ok kisinin kendi goriiniisiiyle nasil hissettigini ifade ettigini gosteren
ozellik kullanilmistir. GA ile segilen 55 Oznitelikten olusan veri kiimesinin
kullanilmasi, simniflandiricilarin performansini artirarak, depresyon tanisinin teshis

edilmesine katki saglamistir.

2019 yilinda yapilan bir diger ¢alismada [33] ag giivenligi ve izinsiz giris
tespiti alanindaki 6znitelik se¢imi problemini ele almaktadir. Makine 6grenmesiyle ag
giivenligi ve saldir1 tespit sistemleri gelistirilmektedir. Makine 6grenme yontemleri ag
trafigi izlenerek saldirgan tespit edilmektedir. Bu caligma yiiksek veri boyutunun

performans tlizerindeki olumsuz etkilerini kaldirmak ve benzersiz verilerin bircogunu
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minimum sayida koruyan bir yontem tasarlamak i¢in GA tabanlh 6zellik se¢imi igin
yeni bir uygunluk fonksiyonu gelistirmektedir. Ag veri kiimeleri {izerinde test edilen

yontem maksimum %99,80 dogruluk elde ederek, dogruluklarin arttigini géstermistir.

2021 yilinda yapilan ¢alismada [34] hastalarin, akciger kanseri evresini erken
teshis etmek i¢in veri kiimesinin ilgisiz 6zelliklerini azaltmak ve siniflandirma hizini
artirmak i¢in gerekli 6znitelik se¢imi igin K-NN siniflandirma teknigini kullanan GA

uygulanmistir. Yapilan ¢alismada siiflandirma dogrulugunun arttig1 gozlenmistir.

2021 yilinda yapilan bagka bir ¢alismada makine 6grenmesi kullanilarak tip
alaninda karaciger kanser verilerinin siniflandirmasi yapilmistir. Siniflandirma
dogrulugunu artirmak i¢in, makine 6grenmesinin yaygin olarak kullanilan Rastgele
Orman ve XGBoost (Extreme Gradient Boosting) algoritmasiyla birlikte 6zellik
secimi i¢in GA uygulanmistir. Calismada XGBoost’un Rastgele Orman algoritmasina

gore daha yiiksek dogruluk puani elde ettigi goriilmistiir [35].
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IKINCi BOLUM

2. OZNITELIK SECIMI iCIN GENETIK ALGORITMA

Bu tezde 6znitelik se¢imi igim ¢oklu-ebeveyn ¢aprazlama operatorlerinin GA
igerisinde kullanilmasi ve performanslarinin karsilastirilmasi hedeflenmektedir.
Coklu-ebeveyn c¢aprazlama operatorleri iki veya daha fazla sayidaki ebeveynden
yavrular tiretmek icin tasarlanmigtir. Yapilan bu tezde kullanilan GA’nin 6znitelik
se¢imi i¢in akig diyagramu Sekil 2.1°de ve GA’nin temel akigini gosteren sdzde kodu

Sekil 2.2°de verilmistir.

Rastgele Uretilmis Baglangig —
Popiilasyonunu Olugtur “

Uyguniuk Degerini Hesapla

Secim (Cogaltma)

v

Gaprazlama

Mutasyon

En iyi (Optimal) Cdziim

Durdurma Kriteri
veya Adim Sayisi
Saglanmyor mu?

Sekil 2. 1 Oznitelik Secimi Igin Genetik Algoritma Akis Diyagrami
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Baslangicta belirlenen birey sayisi kadar gelistirilecek popiilasyon rastgele
olusturulur ve bireylerin 6znitelik siniflandirma hata orani ve 6znitelik sayisini dikkate
alan Denklem 2.1°deki formiil ile uygunluk degerleri hesaplanir. GA’da minimizasyon
problemi i¢in uygunluk degerinin en diisiik olan birey kiiresel olarak en 1yi parcacik
olarak tanimlanmaktadir. Her yinelemede yeni ve gelistirilecek popiilasyonda bir
onceki popiilasyonda ki en iyi uygunluk degerine sahip bireyin yer almasi i¢in elitizm
yontemi kullanilir. Elitizm uygulandiktan sonra popiilasyonu olusturacak bireylerin
secim isleminde elitizm birey say1s1 kadar az se¢im yapilmalidir. Ornegin popiilasyon
boyutu 50 olarak belirlenen bir problemde elitizm uygulanacak birey sayisini 1 olarak

belirlersek, geriye kalan 49 bireyi ¢aprazlama operatdrleri ile belirleriz.

Bir sonraki agsamada baslangigta belirlenen ¢aprazlama operatorii ile bireyler
arasinda gen aligverisinin yapilmasi saglanarak genetik cesitlilik hedeflenmektedir.
Caprazlama asamasinda yer alacak ebeveynlerin belirlenmesinde turnuva seg¢im
yontemi kullanilmaktadir. Secim asamasinda hangi bireylerin ebeveyn olarak
caprazlama isleminde yer alacagi belirlenmektedir. Belirlenen turnuva seg¢imi
yontemiyle bir onceki popiilasyondan rassal olarak belirlenen iki birey arasinda ki
uygunluk degerine gore yapilan yarismadan kazanan birey se¢ilmektedir. Se¢im islemi
istenen sayida ebeveyn secilene kadar tekrarlanmaktadir. Ebeveynler belirlendikten
sonra se¢ilen ¢caprazlama operatoriine gore yeni birey olusturulur ve popiilasyona dahil

edilir.

Secim ve c¢aprazlama islemlerine ragmen bireylerin genleri, ebeveynlerine
benzeyebilmektedir. Mutasyon islemi ile bireylerin genlerinde rastgele degisimler
yaparak bir dnceki popiilasyondan farkli bireyler olusturularak genetik gesitliligin
saglanmas1 amacglanmaktadir. Mutasyon isleminde olusturulan bireyin bir Onceki
bireyden daha iyi olacag1 anlasilmamalidir. Ikili kodlamanin kullanildig1 problemlerde
mutasyon islemi bit degisimi (0>1 veya 1<0) ile saglanmaktadir. Mutasyon islemi
gerceklestirildikten sonra popiilasyonda ki bireylerin uygunluk degerleri
hesaplanmaktadir. Her yinelemenin sonucunda en iyi ¢6zlim giincellenir . Yukarida ki
asamalar belirlenen durdurma kriterine ulasilana kadar tekrar edilir.Son olarak kiiresel

en iyi ¢ozlime ulagilir.
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1: Girdi Parametreleri ayarla.

2: Baslangig popilasyonu olustur,

3: Baglangi; popilasyondaki bireylerin uygunluk degerleri hesaplanir.

4: while (iterasyon <Makiterasyonsayisi) do

5: Yeni popilasyonu olustur.

b: Elitizm varsa bir dnceki popilasyonda en iyi uygunluk degerine
sahip bireyi yeni popllasyona aktar.

7 ikili turnuva yantemini kullanarak ebeveynleri seg.

8: Coklu-ebeveyn gaprazlama tlrine gdre yeni birey olustur,

a: Bit degisim mutasyonunu uygula.

10: Yeni bireyi popllasyona dahil et.

11: Yeni bireyin uygunluk degerini hesapla.

12: end while

13: Cikti Kiiresel en iyi uygunluk degerine sahip birey

Sekil 2. 2 Genetik Algoritma S6zde Kodu.

Genetik algoritmalar , 6znitelik ¢oziimlerini kodlar ve uygunluk degerlerini

hesaplar. Genetik algoritma bu tezde 6znitelik se¢iminde kromozomlari ikili bit dizisi

ile kodlamaktadir. Ikili kodlama da bitin degerinin 1 olmas1 6zniteligin secildigini ,

bitin degerinin 0 olmasi ise 6zniteligin se¢ilmedigini gostermektedir. Sekil 2.3’de

oznitelik sayis1 10 olan bir ¢6ziim dizisinde X ¢6zimi ={1,0, 1,1,0,1,0,1,1,0}
ifade edilsin. X ¢oziimde 6 6zellik 1., 3., 4., 6., 8., ve 9. segilmistir [36].

Oznitelikler 1 2 3 4 5 5] 7 2 g 10

X Coziimii 1 0 1 1 0 1 0 1 1 0
Secilen

Oznitelikler 1 3 4 6 8 J

Sekil 2. 3 Oznitelik Segimi Ornek Coziim.
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Oznitelik seciminde veri kiimesi icerisinde yer alan dzelliklerin alt kiimeleri
olusturulmaktadir. Oznitelik sayis1 n olan bir kiimede 2" farkli dzellik alt kiimesi
bulunacaktir. En iyi alt kiimenin se¢iminde biitiin kombinasyonlarin ¢oziimiiniin
aranmasi zaman ve bellek yonetimi agisindan maliyetlidir. Bu ¢alismada [36] 6nerilen
c¢ozlimlerin uygunluk degerinin matematiksel olarak hesaplanmasinda hem
siniflandirma hata oranini1 hem de 6zellik sayisini dikkat alan fonksiyon uygulanmaistir.

Uygunluk fonksiyonu matematiksel olarak su sekilde ifade edilebilir:
f@)=0aER(K)+(1-0) (%) (2.1)
Uygunluk fonksiyonu denkleminde yer alan parametrelerin tanimlar1 asagidaki
gibidir:

f(i): Her birey igin hesaplanan uygunluk fonksiyonu degeridir.

ER(K): K se¢im kararina gore se¢ilen Oznitelik siniflandirma hata oranidir.

d: Veri kiimesindeki 6znitelik sayisidir.

s: Segilen 6zniteliklerin sayisidir.

a: Parametresi siniflandirma hata oraninin etkisini kontrol eden parametredir.

a parametresinin degeri siniflandirma performansi 6nemli oldugu igin [36] calismada

onerilen 0,99 olarak belirlenmistir.

Yapilacak olan testlerde Oznitelik segiminde c¢oklu-ebeveyn ¢aprazlama
operatOrlerinin  genetik algoritma igerisinde kullanilmasinin  performanslari

incelenecektir.
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UCUNCU BOLUM

3. DENEYSEL CALISMA

Bu bolimde genetik algoritma igerisinde ¢oklu-ebeveyn c¢aprazlama
operatorlerinin veri kiimeleri ve farkli ebeveyn sayilari ile Oznitelik se¢imindeki
performans incelemesinde kullanilan programlama dili, veri kiimeleri, performans

metrigi, parametre atamalar1 hakkinda bilgi verilecektir.

3.1. PROGRAMLAMA DILI
Bu tez ¢alismasinda sonuglarin elde edilecegi uygulama Python programla dili
kullanarak gelistirilmistir. Python programlama dilinin tercih edilmesinin sebebi
yapay zekd ve makine 6grenmesi alaninda oldukg¢a geligsmis kiitiiphanelere sahip
olmasidir. Bu ¢alismada Python’in Numpy, Pandas, Matplotlib ve makine dgrenmesi

modellerini olusturmak i¢in Scikit-Learn kiitliphanelerinden yararlanilmistir.

3.2. CALISMADA KULLANILAN VERI KUMELERI
Calismada kullanilan ii¢ veri kiimesi, UCI makine 6grenimi veri kiimesinden
elde edilmistir. Kullanilan veri kiimeleri; Wine veri kiimesi, Wisconsin Diagnostic
Breast Cancer veri kiimesi (WDBC), Musk (Musk Versiyon 1) veri kiimesidir. Veri

kiimeleri 6rnek sayisi, 6znitelik sayis1 ve sinif sayisi agisindan degerlendirilmistir.

Wine veri kiimesi; 178 6rnek, 13 dznitelikten ve 3 siniftan olusmaktadir. Veri
kiimesi igerisinde Italya’da ayni bdlgede iig iiretici tarafindan yetistirilen saraplarin
kimyasal analizleri sonucunda kaliteleri hakkinda bilgi verilmektedir. Wine veri
kiimesinde saraplarin kalitelerine gore belirlenen 3 sinifta, sinif basina diisen 6rnek

say1s1 59, 71 ve 48 olarak belirlenmistir.

WDBC veri kiimesi; 569 ornek sayisi, 30 Oznitelikten ve 2 siniftan
olusmaktadir. WDBC veri seti gogiis kanseri hastaliginin teshisi i¢in 1995 yilinda

Wisconsin ~ Universitesi hastanesinde Dr. William H.Wolberg tarafindan
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olusturulmustur. Veri seti igerisinde 30 gergek degerli 6z nitelik ve ID ve 1 adette
teshis i¢in kullanilan 6zellik olmak iizere toplam 32 6z nitelikten olusmaktadir. Veri
seti igerisinde 10 adet 6z nitelik timorlii hiicre dogrudan goézlemlenerek gergek
degerlerden olusmaktadir. Bu 6zelliklerden elde edilen ortalama, standart hata, en
kiigiik ve en biiylik (en biliyiik {ic degerin ortalamasi) degerleri kullanilarak
gerceklestirilen hesaplamalar sonucunda, 20 tane 6z nitelik elde edilmistir. Eksik
ozellik degeri yoktur. WDBC veri kiimesinde siniflarda yer alan 6rnekler; 357 6rnek

iyi huylu, 212 6rnek ise kotii huylu olarak ayrilmistir.

Musk veri kiimesi; 476 Ornek sayisi, 166 Oznitelikten ve 2 siniftan
olusmaktadir. Molekiilleri tanimlayan 166 6z nitelik, molekiilin tam sekline ve
konformasyonuna (Molekiillerin uzayda dogal olarak sahip olduklari {i¢ boyutlu yapi)
baglidir. Molekiilleri olusturan baglar degise bildigi i¢in bir molekiil bir¢ok sekil
alabilir. Musk veri setinde 47’si musk (pozitif) olarak isaretlenen ve geri kalani
isaretlenmemis 92 molekiil bulunmaktadir. Amag yeni molekiillerin musk m1 yoksa
musk olmayan m1 olacagini 6grenmektir. Musk veri kiimesinde musk olan ve olmayan
olarak ayrilan siniflarda, sinif 1 i¢in 207 6rnek bulunurken sinif 2 i¢in ise 269 6rnek

bulunmaktadir. Tablo 3.1°de veri setleri listesi ve kisa agiklamalar1 verilmistir.

Tablo 3. 1 Veri Kiimeleri Listesi ve Kisa A¢iklamalari

Veri Kiimesi | Veri Kiimesi Ornek Oznitelik Suif Sayist
Numarasi Ad1 Sayis1 Sayisi
1 Wine 178 13 3
2 WDBC 569 30 2
3 Musk 476 166 2

3.3. PARAMETRE ATAMASI
Denklem (2.1)’de verilen uygunluk fonksiyonunda ki siiflandirma hata oranm
hesaplanirken; Siniflandirma igin DVM algoritmasi tercih edilmistir. Modelimizde
dogrusal olarak simiflandirma yapilacagi i¢in ¢ekirdek fonksiyonu olarak dogrusal
(Ing.: Linear) secilmistir. Siniflandirmada hata oranini1 azaltmak ve esneklik

saglayabilmek icin C parametresi kullanilmaktadir. LinearSVC simiflandiricisinin C
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parametresinin optimizasyonu yapilirken, ayrintili arama olarak da bilinen 1zgara
aramas1 (Ing.: Grid Search) yéntemi kullanilmis ve en basarili sonucu veren C

parametresinin 1 olduguna karar verilmistir.

Makine 6grenmesinde veriler egitim ve test kiimeleri olarak boliinmektedir.
Egitim veri kiimesiyle tasarlanan model egitilirken, test verileriyle modelin
performansinin gergekten istenen sonuglart verip vermedigi tespit edilmektedir. Veri
kiimesindeki degerlerin, egitim ve test verisi olarak ayrilmasi i¢in bir yilizde degeri
belirlenmektedir. Modelde veri kiimeleri %80 egitim i¢in ve %20 test i¢in ayrilmistir.
Modelin performansi degerlendirilirken egitim ve test verilerinin her uygulamada ayni
olmamas1 nedeniyle birbirinden farkli dogruluk (ing.: Accuracy) degerleri elde
edilmektedir. Calismada veri kiimesi egitim ve test verisi olarak ayrilirken rastgele
durum (ing.: Random State) degeri belirlenerek, verilerin her seferinde o degere gore
boliinmesi saglanmaktadir. Uygulamada [0, 5, 12] olmak tizere 3 farkli rastgele durum
degeri belirlenmistir. Ornegin rastgele durum degerini 5 olarak belirledigimizde egitim

ve test verilerindeki boliinmede her zaman ayni ¢ikti alinmaktadir.

Calismada ayni algoritma kullanilirken {i¢ farkl rastgele durum ile belirlenen
test kiimelerinde elde edilen ortalama dogruluk degerlerinin birbirinden farkli oldugu
goriilmiistiir. Bu sorunun ¢dziimii i¢in K katlamali gapraz dogrulama (ing.: K Fold
Cross Validation) yontemi kullanilmaktadir. Calismada ii¢ farkli veri kiimesine ait
veriler ¢apraz dogrulama yontemi ile egitilip ardindan test edilmistir. K kez tekrarlanan
yontemde her defasinda k alt kiimelerinden biri, test seti olarak kullanilirken geriye
kalan k-1 alt kiime bir arada gruplanarak egitim seti olarak kullanilir. Gergeklestirilen
calismada k alt kiime sayis1 10 olarak belirlenmistir. K katlamali ¢apraz dogrulama ile
her veri bir kez test kiimesine ve k-1 kez egitim setine girmektedir. On pargaya
boliinen verileri her bir pargasi, bir kez test kiimesi olacak sekilde sistem egitilir ve
test kiimesiyle de test edilir. Son olarak 10 adet deneme sonucunda dogruluk

degerlerinin ortalamasi elde edilmistir.

Sekil 3.1’de Wine veri kiimesiyle sirastyla 50, 100 ve 200 olarak belirlenen
popiilasyon biiyiikliigii degerleri i¢in ve yineleme sayis1 100 oldugunda elde edilen
ornek yakinsama grafikleri goziikmektedir. Sekil 3. 2°de WDBC veri kiimesiyle
sirastyla 50, 100 ve 200 olarak belirlenen farkli popiilasyon biiytikliigli degerleri i¢in
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ve yineleme sayis1 100 oldugunda 6rnek yakinsama grafikleri goziikkmektedir. Sekil 3.
3’de Musk veri kiimesiyle sirasiyla 50, 100 ve 200 olarak belirlenen popiilasyon
blyiikliigli degerleri i¢in ve yineleme sayis1 250 oldugunda 6rnek yakinsama grafikleri

goriilmektedir.

o

a) Popiilasyon Boyutu: 50 b) Popiilasyon Boyutu: 100 c) Popiilasyon Boyutu: 200

Sekil 3. 1 Wine Veri Kiimesiyle Farkl1 Popiilasyon Degerleri i¢in Olusturulan
Yakinsama Grafigi.

S o

& © u
e leime

a) Popiilasyon Boyutu: 50 b) Popiilasyon Boyutu: 100 c¢) Popiilasyon Boyutu: 200

Sekil 3. 2 WDBC Veri Kiimesiyle Farkli Popiilasyon Degerleri I¢in Olusturulan
Yakinsama Grafigi.

— ——— e,

® g 4 ] 0 B d 15

a) Popiilasyon Boyutu: 50 b) Popiilasyon Boyutu: 100 c) Popitlasyon Boyutu: 200

Sekil 3. 3 Musk Veri Kiimesiyle Farkli Popiilasyon Degerleri igin Olusturulan
Yakinsama Grafigi.
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Veri kiimeleriyle farkli popiilasyon degerleri sonucunda elde edilen yakinsama
grafikleri dogrultusunda yapilacak olan testlerde popiilasyon sayisi 50, yineleme
sayilar1 ise Wine veri kiimesi i¢in 100, WDBC veri kiimesi i¢in 250, Musk veri kiimesi
icin 500 olarak belirlenmistir. Kullanilan yaklagimda Tablo 3.2’de belirlenen

parametrelerin kullanilmasina karar verilmistir.

Tablo 3. 2 Uygulamada Kullanilacak Parametre Degerleri

Parametre Degeri
Caprazlama Orani, Pc 1.0
Mutasyon Orani, Pm 1/d
Sec¢im YoOntemi Turnuva
Simiflandirma DVM Dogrusal
Ebeveyn Sayilar 2,3,5,10
Popiilasyon Boyutu 50
Caprazlama Operatorleri DC, FBC, UC, OBC
Yineleme Sayisi( WINE) 100
Yineleme Sayisi( WDBC) 250
Yineleme Sayisi( MUSK) 500
Calistirma Sayist 11

3.4. PERFORMANS METRIGI
Calismada siniflandirma bagariminin Slgiilmesinde kullanilan en popiiler ve
basit yontem, dogruluk metrigi kullanilarak yapilan degerlendirmedir. Dogruluk
metrigi Tablo 3.3°de verilen siniflandirma hata matrisinden elde edilmistir. Dogruluk,
siiflandirma basarisinin performansinin 6l¢iisiidiir. Dogruluk ne kadar yiiksek ise
smiflandirma o kadar basarilidir[37]. Dogrulugun degeri 0 (En kotii) ile 1 (En iyi)

arasinda degismektedir.
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Tablo 3. 3 Siniflandirmada Kullanilan Hata Matrisi

Tahmin Edilen Simif

DP YN

Gerceklesen Simif
YP DN

Dogruluk Denklem 4.1°de verilen formiile goére hesaplanmistir, dogru
tanimlanmis (DP+YP) 6rnek sayisinin, toplam 6rnek sayisina (DP+DN+YP+YN)

oranidir.

DP+DN

Dogruluk=——"20
DP+DN+YP+YN

4.1)
Denklem 4.1°deki parametrelerin tanimlar1 sunlardir;

DP: Pozitif olarak tahmin edilen pozitif 6rneklerdir.

DN': Negatif olarak tahmin edilen negatif 6rneklerdir.

Y P: Pozitif olarak tahmin edilen negatif 6rneklerdir.

Y N: Negatif olarak tahmin edilen pozitif 6rneklerdir.
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DORDUNCU BOLUM

4. BULGULAR VE TARTISMA

Genetik algoritma ile dort farkli ¢aprazlama operatorii ile farkli ebeveyn
sayilar1 i¢in {i¢ veri kiimesi ile [0, 5, 12] rastgele durum ile testler yapilmistir. Her bir
veri kiimesi, dort farkli gaprazlama operatorii ve farkli ebeveyn sayilari ile on bir defa
calistirilmigtir. Calistirma sayinin on bir olmasinin sebebi, elde edilen sonuglarin
tutarli olmasi ve performanslarin istatiksel analizini kolaylastirmaktir. Caligsmalar
sonucunda her bir ¢aprazlama operatorii i¢in elde edilen ortalama dogruluk degerleri
Tablo 4.1°de verilmistir. Tablo 4.1°de en iyi sonuglar kalin harflerle vurgulanmustir.

Tablo 4. 1 Farkli Caprazlama Operatérii ve Farkli Ebeveyn Sayilari I¢in Ug Veri
Kiimesi Ortalama Dogruluk Degerleri

Caprazlama | Ebeveyn WINE WDBC MUSK
Operatorii Sayisi
2 0.9486 0.9673 0.8273
o 3 0.9587 0.9659 0.8147
5 0.9486 0.9654 0.8222
10 0.9511 0.9662 0.8184
2 0.9537 0.9657 0.8203
0.9562 0.9667 0.8181
FBC
5 0.9537 0.9659 0.8153
10 0.9511 0.9665 0.8134
2 0.9638 0.9675 0.8238
e 0.9486 0.9659 0.8194
5 0.9537 0.9683 0.8295
10 0.9486 0.9646 0.8147
2 0.9638 0.9630 0.8194
3 0.9562 0.9688 0.8327
OBC
5 0.9612 0.9702 0.8393
10 0.9654 0.9699 0.8200
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Kutu grafikleriyle sayisal verilerin ve degiskenliklerin dagilimi, ¢eyrekleri ve
ortalamalar gosterilmektedir. Kutu grafikleriyle verilerin bes 6zelligi; minimum, ilk
(%25) ¢eyrek, medyan (Ortanca deger), tgiinclii (%75) ¢eyrek ve maksimum
degerlerinin dagilimi gorsellestirilmektedir. Veri analizinde gorsel kutularin ortasinda
yer alan ¢izgi medyan degerini, diger ¢izgiler ise verinin ¢eyreklerini gostermektedir.
Kutu grafiklerinde baslangi¢c ve bitis kesim noktalar1 diginda kalan degerler, aykiri
degerler olarak kabul edilmektedir. Grafiklerde kutunun boyunun uzunlugu ne kadar
fazla olursa verilerin o kadar dagilmis oldugu, kutunun boyunun kii¢iikk olmasi ise
verinin o kadar az dagilmis oldugu goriilmektedir. Sekil 4.1, Sekil 4.2, Sekil 4.3 ve
Sekil 4.4’de ¢oklu ebeveyn ¢aprazlama operatdrleri ile farkli ebeveyn sayilarina gore

veri kiimelerinin dogruluk dagilim grafikleri verilmistir.
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Sekil 4. 1 Diyagonal Caprazlama (DC) Operatorii, Veri Kiimeleri ve Ebeveyn
Sayilar1 Dogruluk Degerleri Kutu Grafigi.

Sekil 4.1(a)’da DC operatorii ve Wine veri kiimesi ile yapilan testlerde ebeveyn
sayisinin 2, 3, 5 oldugu durumlarda verilerin dagiliminin benzer oldugu goriilmektedir.
Ebeveyn sayisinin 10 olarak durumda verilerin dagilimmin daha az oldugu ve
dagilimda aykir1 degerler oldugu goriilmektedir. Tablo 4.1°deki verilere de
baktigimizda verilerin birbirine yakin oldugu goziikmekte olup en yiiksek ortalama
dogruluk degeri ebeveyn sayisinin 3 oldugu durumda elde edildigi belirlenmistir. Sekil
4.1(b)’de ise WDBC veri kiimesi ile yapilan testlerde ebeveyn sayisina gore elde
edilen verilerin ortalama dogruluk degerlerinin birbirine yakin oldugu goriilmektedir.
Ebeveyn sayisinin 5 ve 10 olarak belirlendigi durumlarda dagilimda aykir1 degerler

bulunmaktadir. Tablo 4.1°deki ortalama dogruluk degerlerinin birbirine yakin oldugu
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gozlenmektedir. DC operatorii ile WDBC veri kiimesi ile yapilan testlerde en yiiksek
ortalama dogruluk degeri ebeveyn sayisinin 2 oldugu durumda elde edilmistir. Sekil
4.1(c)’de Musk veri kiimesi ile yapilan testlerin ortalama dogruluk dagilimi
verilmigtir. Dagilim incelendiginde ortalama dogruluk degerlerinin birbirine yakin
oldugu goriilmektedir. Tablo 4.1’de DC operatorii ve Musk veri kiimesi ile yapilan
testlerdeki verilere bakildiginda en yiiksek ortalama dogruluk degeri ebeveyn sayisinin
2 oldugu durumda elde edilmistir. DC operatorii ve veri kiimeleriyle birlikte farkli
ebeveyn sayilari ile [0, 5, 12] farkli rastgele durum ve toplam 33 farkli ¢aligtirma
sonucunda elde edilen dogruluk degerleri incelendiginde ortalama dogruluk
degerlerinin en yliksek oldugu ebeveyn sayilari; Wine veri kiimesi i¢in 3, WDBC veri
kiimesi 2 ve Musk veri kiimesi i¢in ebeveyn sayisinin 2 oldugu durumlarda elde

edilmistir.
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Sekil 4. 2 Uygunluk Temelli Caprazlama (FBC) Operatorii, Veri Kiimeleri ve
Ebeveyn Sayilar1 Dogruluk Degerleri Kutu Grafigi.

Sekil 4.2(a)’de FBC operatorii ve Wine veri kiimesi ile yapilan testlerde
ebeveyn sayisinin 2, 3, 5 oldugu durumlarda verilerin dagiliminin birbirine benzedigi
goriilmektedir. Ebeveyn Sayisinin 10 olarak durumda ise verilerin dagilimimin daha
fazla oldugu goriilmektedir. Tablo 4.1°deki Wine veri kiimesi ile elde edilene ortalama
dogruluk degerlerine gore en yliksek ortalama dogruluk degeri ebeveyn sayisinin 3
oldugu durumda elde edilmistir. Sekil 4.1(b)’de ise WDBC veri kiimesi ile yapilan
testlerde ebeveyn sayisinin belirlenmesinde kullanilan 33 farkli ¢alisma sonucu ile
olusturulan dagilimlarin birbirinden farkli oldugu goriilmektedir. Ebeveyn sayisinin 5

ve 10 olarak belirlendigi durumlarda dagilimda aykir1 degerler bulunmaktadir. Tablo
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4.1°deki ortalama dogruluk degerlerinin birbirine yakin oldugu gézlenmektedir. FBC
operatorli ile WDBC veri kiimesi ile yapilan testlerde en yiiksek ortalama dogruluk
degeri ebeveyn sayisinin 3 oldugu durumda elde edilmistir. Sekil 4.1(c)’de Musk veri
kiimesi ile yapilan testlerde elde edilen verilerle olusturulan dagilimi grafigi
verilmigtir. Dagilim incelendiginde dogruluk degerlerinin birbirine yakin oldugu
goriilmektedir. Ebeveyn sayisinin 2 ve 3 oldugu kutu grafiklerinde aykir1 degerlerde
gozlenmektedir. Tablo 4.1’de FBC operatorii ve Musk veri kiimesi ile yapilan
testlerdeki ortalama dogruluk degerleri incelendiginde, en yiiksek ortalama dogruluk
degeri ebeveyn sayisinin 2 oldugu durumda elde edilmistir. FBC operatorii ile farkli
ebeveyn sayilar ile [0, 5, 12] farkli rastgele durum ve toplam 33 farkli ¢alistirma
sonucunda elde edilen dogruluk degerleri incelendiginde ortalama dogruluk
degerlerinin en yliksek oldugu ebeveyn sayilari; Wine veri kiimesi i¢in 3, WDBC veri

kiimesi 3 ve Musk veri kiimesi i¢in ebeveyn sayisinin 2 oldugu durumlarda elde

edilmistir.
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Sekil 4. 3 Tek Bigimli Temelli Caprazlama (UC) Operatorii, Veri Kiimeleri ve
Ebeveyn Sayilar1t Dogruluk Degerleri Kutu Grafigi.

Sekil 4.3(a)’de UC operatorii ve Wine veri kiimesi ile yapilan testlerde farkli
ebeveyn sayilart ile yapilan testler sonucunda elde edilen dogruluk degerleriyle
olusturulan kutu grafiklerinde dogruluk degerlerinin dagilimlarinin farkli oldugu
goriilmektedir. Ebeveyn sayminin 3 ve 10 oldugu durumlarda benzer dagilim
goriilmekte olup, ebeveyn saymnin 5 oldugu durumda ise kutu grafiginin daha uzun
oldugu bu sebeple dogruluk degerleri dagiliminin daha fazla gergeklestigi

goriilmektedir. Ebeveyn sayisinin 2 oldugun da ise dagilimin daha smirli oldugu ve
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dagilimda aykir1 degerlerin oldugu goriilmektedir. Tablo 4.1°deki UC operatorii ve
Wine veri kiimesi ile elde edilene ortalama dogruluk degerlerine gore en yiiksek
ortalama dogruluk degeri ebeveyn sayisinin 2 oldugu durumda elde edilmistir. Sekil
4.3(b)’de ise WDBC veri kiimesi ile yapilan testlerde elde edilen dogruluk degerleri
ile olusturulan kutu grafiklerinde sonuglarin dagilimlarinin birbirinden farkli oldugu
goriilmektedir. Ebeveyn sayisinin 3, 5 ve 10 oldugu durumlarda dagilimda aykiri
degerler bulunmaktadir. Tablo 4.1’deki UC operatorii ve WDBC veri kiimesi ile
yapilan testler sonucunda ortalama dogruluk degerlerinin birbirine yakin oldugu
gozlenmektedir ve en yiiksek ortalama dogruluk degerinin ebeveyn sayisinin 5 oldugu
durumda elde edildigi belirlenmistir. Sekil 4.3(c)’de Musk veri kiimesi ile yapilan
testlerde elde edilen verilerle olusturulan dagilimi grafigi verilmistir. Dagilimdaki kutu
grafikleri incelendiginde ortalama dogruluk degerinin en yiiksek ebeveyn sayisinin 5
oldugu durumda elde edildigi goriilmektedir. UC operatorii ile farkli ebeveyn sayilari
ile [0, 5, 12] farkl1 rastgele durum ve toplam 33 farkli ¢alistirma sonucunda elde edilen
dogruluk degerleri incelendiginde Tablo 4.1°de verilen ortalama dogruluk degerlerinin
en yiiksek oldugu ebeveyn sayilari; Wine veri kiimesi i¢in 2, WDBC veri kiimesi 5 ve

Musk veri kiimesi i¢in ebeveyn sayisinin 5 olarak belirlendigi ¢alismalarda elde

edilmistir
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Sekil 4. 4 Olusum Tabanli Caprazlama (OBC) Operatdrii, Veri Kiimeleri ve Ebeveyn
Sayilar1 Dogruluk Degerleri Kutu Grafigi.

Sekil 4.4(a)’de OBC operatorii ve Wine veri kiimesi ile yapilan testlerde farkl
ebeveyn sayilar1 ile yapilan testler sonucunda elde edilen dogruluk degerleriyle

olusturulan kutu grafiklerinde verilerin dagilimlar1 gériillmektedir. Ebeveyn sayminin

38



2 oldugu durumda dogruluk degerlerinin dagilimi ortanca degerde yogunlasmaktadir
ve dagilimda aykir1 degerler de bulunmaktadir. Ebeveyn sayinin 3 oldugu durumda ise
kutu grafiginin daha uzun oldugu bu sebeple dogruluk degerleri dagiliminin daha fazla
gergeklestigi goriilmektedir. Ebeveyn sayisinin 5 ve 10 oldugu kutu grafiklerinde ise
dagilimlar birbirine benzemektedir. Tablo 4.1’deki operatorii ve Wine veri kiimesi ile
elde edilene ortalama dogruluk degerlerine gore en yiiksek ortalama dogruluk degeri
ebeveyn sayisinin 2 oldugu durumda elde edilmistir. Sekil 4.4(b)’de ise WDBC veri
kiimesi ile yapilan testlerde elde edilen dogruluk degerleri ile olusturulan kutu
grafiklerinde sonuglarin dagilimlarinin ebeveyn sayilarinin 3, 5, ve 10 oldugu
durumlarda, kutu grafiklerinin birbirilerine benzedikleri goriilmektedir. Ebeveyn
sayisinin 2 oldugu durumda ise dagilimin daha smirli bir alanda yogunlastigi
goriilmektedir. Tablo 4.1’deki OBC operatorii ve WDBC veri kiimesi ile yapilan
testler sonucunda ortalama dogruluk degerlerinin birbirine yakin oldugu
gbzlenmektedir ve en yiiksek ortalama dogruluk degerinin ebeveyn sayisinin 5 oldugu
durumda elde edildigi belirlenmistir. Sekil 4.4(c)’de Musk veri kiimesi ile yapilan
testlerde elde edilen verilerle olusturulan dagilimi grafigi verilmistir. Dagilimdaki kutu
grafikleri incelendiginde ortalama dogruluk degerinin en yiiksek ebeveyn sayisinin 5
oldugu durumda elde edildigi goriilmektedir. OBC operatdrii ile farkli ebeveyn sayilari
ile [0, 5, 12] farkli rastgele durum ve toplam 33 farkli calistirma sonucunda elde edilen
dogruluk degerleri analiz edildiginde Tablo 4.1°de verilen ortalama dogruluk
degerlerinin en yiiksek oldugu ebeveyn sayilari; Wine veri kiimesi i¢in 2, WDBC veri
kiimesi 5 ve Musk veri kiimesi i¢in ebeveyn sayisinin 5 olarak belirlendigi testlerde

elde edilmistir

Tablo 4.1°de farkli coklu-ebeveyn caprazlama operatorlerinin ¢ farkli durum
i¢in elde edilen ortalama dogruluk degenleri on bir ¢alisma sonucunda elde edildi. On
bir ¢alisma sonucunda elde edilen tiim test sonuglari istatiksel olarak karsilastirildi.
Yapilan karsilagtirmalar sonucunda her bir ¢oklu-ebeveyn ¢aprazlama operatorii igin
performanslar karsilastirilarak en iyi ebeveyn sayisina, karar vermede kullanildi. Tablo
4.2°de verilen ¢oklu-ebeveyn caprazlama operatorleri igin ti¢ farkli veri kiimesinin
farkli ebeveyn sayilar1 ile yapilan ii¢ farkli rastgele durum karsilastirmalari igin

kazanma, beraberlik ve yenilgi sayilari toplam 36 olmaktadir. Istatiksel olarak yapilan
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karsilastirmalar %95 giiven araliginda Anova Tukey HSD testi ile yapilmistir. Anova
Tukey testi grup ortalamalari arasinda istatiksel olarak anlamli bir fark olup
olmadigina karar vermektedir. Anova Tukey testi iic ya da daha fazla grup

ortalamasinin esit olup olmadigini test eder.

Tablo 4. 2 Ebeveyn Sayis1 Se¢imi Anova Tukey Testi Karsilastirma Sonuglari

Caprazlim.l_a Ebeveyn Kazanma | Beraberlik | Yenilgi
Operatorii Sayisi

2 0 9 0

3 0 9 0

bC 5 0 9 0

10 0 9 0

2 0 9 0

3 0 9 0

FBC 5 0 9 0

10 0 9 0

2 0 9 0

3 0 9 0

uc 5 0 9 0

10 0 9 0

2 0 6 3

3 0 9 0

OBC 5 3 6 0

10 1 7 1

Tablo 4.2°deki istatiksel sonuglara goére OBC c¢aprazlama operatdrii i¢in
ebeveyn sayisinin 5 olmasina karar verilmistir. DC, FBC ve UC ¢aprazlama operatorii
icin sonuglara bakildiginda istatiksel olarak fark goriilmemektedir. DC, FBC ve UC
caprazlama operatorleri i¢cin ebeveyn sayisina karar verilirken Tablo 4.1°de verilen
ortalama dogruluk degerlerine gore se¢im yapilmistir. DC i¢in ebeveyn sayis1 2, FBC

icin ebeveyn sayis1 3 ve UC icin ebeveyn sayisinin 5 olmasina gore karar verilmistir.

Coklu-ebeveyn caprazlama operatdrleri icin belirlenen ebeveyn sayilar ile her
veri kiimesi, [0, 5, 12] rastgele durum ig¢in iki kere ¢alistirilmistir. Elde edilen dogruluk
sonuclar1 ve 6znitelik sayilarinin, ortalama dogruluk degerleri ve ortalama 6znitelik

sayilar1 Tablo 4.3’de verilmistir.
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Tablo 4. 3 Farkli Caprazlama Operat6rii ve Farkli Ug Veri Kiimesi I¢in Ortalama
Dogruluk Degerleri ve Ortalama Oznitelik Sayis1 Degerleri

Veri

.. . WINE WDBC MUSK
Kiimesi

Caprazlama | Ortalama | Oznitelik | Ortalama | Oznitelik | Ortalama | Oznitelik
Operatorii | Dogruluk| Sayis1 |Dogruluk| Sayis1i | Dogruluk| Sayisi

DC 0.9537 5.66 0.9634 12.33 0.8194 62.66
FBC 0.9537 5.33 0.9678 12.50 0.8263 55.12
uc 0.9361 6.33 0.9663 11.16 0.8281 63.00
OBC 0.9537 7.16 0.9663 18.16 0.8368 155.00

GA ile Oznitelik secimi coklu-ebeveyn caprazlama operatorleri ile veri
kiimelerinde alakasiz vere gerekli olmayan degiskenleri azaltarak en faydali verilerin
segilmesi igin istatiksel testler yapilmistir. Tablo 4.1°deki istatiksel sonuglar
dogrultusunda ¢oklu-ebeveyn caprazlama operatorleri i¢in ebeveyn sayilari
belirlenmis ve elde edilen ebeveyn sayilari ile tekrar testler yapilmisti. Yapilan testeler
sonucunda Tablo 4.3’deki ortalama dogruluk ve Oznitelik sayilari elde edilmistir.
Tablo 4.1°deki ortalama dogruluk degerleri sonuglart ve Tablo 4.2’deki Anova Tukey
testi karsilastirma sonuglar incelendiginde ebeveyn sayisinin ikiden fazla oldugu
durumlarda OBC operatoriiniin ortalama dogruluk degerlerinde iyi sonuglar verdigi
gozlenmektedir. Test sonuglarina bakildiginda ebeveyn sayisinin yiiksek olmasinin

onemli fark olmaksizin daha iyi performans saglamistir.

Oznitelik se¢iminde Tablo 4.3’deki veriler analiz edildiginde DC, FBC, UC
operatorleri ile veri kiimeleri ile 6znitelik se¢imi yapilirken basarili sonuglar elde
edilmistir, OBC operatorii yapilan testler sonucunda ortalama dogruluk degerlerinde
basarili sonuclar elde edilmis fakat Musk veri kiimesinden 166 Oznitelik arasindan
ortalama 155 6znitelik secilmistir. Sekil 1.8’de verilen OBC operatorii ile bireyin gen
secimi yapilirken, ebeveynlerden secilecek genlerin belirli bir konumda en ¢ok ortaya
¢ikan degerinin segilebilecek en iyi deger oldugu belirtmektedir. OBC operatdriiniin

karakteristik 6zelligi kromozomda yer alan genlerin degerlerini 1’e gotiirdiigii igin
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Oznitelik sayis1 seciminde daha yiliksek degerler vermektedir. Popiilasyon sayisini
artirmak ve mutasyon oranini daha yiiksek tutarak OBC ile 6znitelik se¢iminde daha
faydali sonuglar elde edilebilir. OBC operatoriinde ebeveyn sayisinin 10 oldugu
durumda iyi sonug¢ elde edilememesinin nedeni popiilasyon boyutunun 50 olmasi
sebebiyle ebeveynlerden liretilen yavrularin atalarina daha ¢ok benzemesi nedeniyle
cesitliligin azalmasindan kaynaklanmaktadir. Popiilasyon boyutunu artirilmasiyla

birlikte popiilasyona gesitlilik saglanarak daha iyi sonuglar elde edilebilir.
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Bu tez ¢alismasinda 6znitelik se¢imi problemi i¢in ¢oklu-ebeveyn caprazlama
operatorlerini  genetik  algoritma igerisinde kullanilarak  performanslarinin
karsilastirilmast incelenmistir. Oznitelik segimi orijinal veri kiimesini temsil
edebilecek en 1yi alt kiimenin se¢imi olarak tanimlanmaktadir. Genetik algoritma ise
cesitli ¢ozlimler arasinda en iyi ¢oziimii bulmayir amaglayan popiilasyon tabanl
algoritmadir. Oznitelik se¢imi igin genetik algoritma kullanilarak, doért farkl
caprazlama operatorii, farkli ebeveyn sayilartyla ti¢ farkli veri kiimesi ile test edilmis
ve elde edilen sonuglar One-way ANOVA ve Tukey HSD testleri %95 giiven
seviyesinde istatiksel olarak karsilagtirilmistir. Yapilan ¢alismada ¢oklu-ebeveyn
caprazlama operatorlerinin farkli ebeveyn sayilar1 lizerinde etkisi incelenmis ve
ortalama dogruluk degerlerine gore ebeveyn sayilarina karar verilmistir. Coklu-
ebeveyn c¢aprazlama operatorleri i¢in ebeveyn sayist belirlendikten sonra yapilan
testler sonucunda Oznitelik sayis1 belirlenmistir. Oznitelik sayis1  sonuglari
incelendiginde; Coklu-ebeveyn c¢aprazlama operatorlerinin birbirine yakin sonuglar
verdigi, OBC operatoriinde ise ebeveyn sayisinin 5 oldugu durumda elde edilen
ortalama dogruluk degerlerinde iyi performans gosterdigi belirlenmis fakat 6znitelik
sayisinda yiiksek degerler verdigi gozlenmistir. OBC operatoriiniin ebeveyn sayisi 10
oldugundan elde edilen ortalama dogruluk degerinin, ebeveyn sayis1 5 iken elde edilen
ortalama dogruluk degerinden diisiik olmasinin sebebi popiilasyonun biiyiikliigiiniin
50 olmasi sebebiyle ebeveynlerden elde edilen bireylerin atalarina daha c¢ok
benzeyerek cesitliligin azalmasindan kaynaklanmaktadir. OBC operatoriinde 6znitelik
sayisinda daha iyi sonuglar elde etmek i¢in popiilasyonu boyutu artirilabilir ve
mutasyon oranini daha yiiksek tutmak faydali olabilir. Cok amagh problemler i¢in
gelistirilen GA’lar 6zel uygunluk islevlerini kullanarak ¢o6ziim ¢esitliligine katki

saglayabilirler.

Yapilan calisma sonucunda gelecekte c¢oklu-ebeveyn caprazlama

operatorleriyle farkli veri kiimeleri, popiilasyon sayilari1 ve farkli mutasyon oranlariyla
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Oznitelik se¢imi yapilabilir. Cesitli siniflandirma algoritmalarinin goklu-ebeveyn
caprazlama operatorleri iizerindeki etkisi incelenerek siniflandirma algoritmalari

karsilastirilabilir.
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